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1  BEVEZETÉS 

 Az egyre növekvő gépi számítási kapacitás és ennek a hétköznapi 

eszközökben történő megjelenése következtében a mesterséges intelligencia 

[80], a gépi tanulás [17][68] témaköre illetve az ezen módszerek nyújtotta 

lehetőségek kiaknázására való törekvés egyre inkább aktuálissá válik, egyre 

nagyobb jelentőséggel bír. A gépi tanulás olyan módszerek összesége, amelyek 

tapasztalatszerzés útján tanulnak, ezáltal lépésről-lépésre építve fel a rendszer 

működtető tudásbázisát. Több típusa elterjedt, vannak olyan algoritmusok 

amelyek külső mintaadatok (példa-halmazok, tanítóminták) alapján igyekeznek 

törvényszerűségeket feltárni a rendszer működésére vonatkozóan, majd ezek 

alapján a még „nem látott” ismeretlen helyzetekre is „helyes” döntést hozni. 

Másik típusa mikor nem áll rendelkezésre külső tanítóminta majd a rendszer 

próbálkozások és a próbálkozásokra kapott válaszok (megerősítések) alapján 

térképezi fel a megoldás mikéntjét, hozza létre a működtető tudásbázist. Ez az 

úgynevezett - jelenleg is népszerű és egyre jobban kutatott tudományterület - 

megerősítéses tanulás.  

 A megerősítéses tanulási módszereken alapuló rendszerek hasonló módon 

tanulnak, mint az ember is teszi a gyermekkorától kezdve. A környezettel való 

kölcsönhatásba lépés során az abból érkező megerősítési információk (amelyek 

lehetnek jutalmak vagy büntetések) alapján igyekszik lehetséges cselekedetei, 

döntései közül a legmegfelelőbbet végrehajtani, megfigyelni a környezet arra 

adott reakcióját (megerősítését), tapasztalatait ennek megfelelően bővíteni, 

hogy elérje a kívánt célt. Ezen tanulási algoritmusok összesége általában üres 

tudásbázissal indítja a tanulási folyamatot, ahogyan az ember is gyermek 

korában (kezdetben semmit sem ismer környezetből, majd törekszik felfedezni 

azt), majd a cselekedetekre kapott megerősítések következtében lépésről-

lépésre igyekszik gyarapítani tudását, tapasztalatait. Ennek következtében ezen 

módszerek jól használhatók olyan rendszerekben ahol a működés egzakt 

folyamata nem ismert, az elérendő cél definiálása után a megerősítések alapján 

térképezik fel a megoldásul szolgáló működtető tudásbázist, modellt. A 

megoldás keresésének folyamatát és annak hosszúságát nagymértékben 

befolyásolja a definiált állapot-cselekvési dimenziók és a jutalomfüggvény, 

ezek megfelelő meghatározása kulcsfontosságú lépés. Abban az esetben ha 

rendelkezésre áll részleges információ a megoldás mikéntjére vonatkozóan, 
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akkor ennek a megerősítéses tanuló rendszerekbe történő beépítésével 

felgyorsítható a teljes tanulási folyamat.  

 A kutatás (jelen doktori értekezés) célja egy olyan fuzzy szabály-

interpoláción alapuló megerősítéses tanulási módszer továbbfejlesztése és 

kidolgozása, amely alkalmas emberi szakértő által megadott előzetes (a priori) 

tudásbázis (mint heurisztika) injektálásra a rendszerbe, a rendszerbe adoptált 

szakértői heurisztika hangolására (optimalizálására), illetve a rendszer 

tudásbázisát leíró fuzzy szabálybázis méretének tanulási folyamat közbeni 

csökkentése (redukálása). A kutatás alapjául a „Fuzzy szabály-interpoláció 

alapú Q-learning” [97][98] (Fuzzy Rule Interpolation-based Q-learning - 

FRIQ-learning, D. Vincze, Sz. Kovács, 2009) rendszer szolgál, a kutatás ezen 

Fuzzy szabályinterpoláció alapú Q-learning módszer szakértői heurisztikával 

való kiterjesztésére, hangolására és tudásbázisának redukálására irányul. 

1.1 A KUTATÁS CÉLKITŰZÉSEI 

 Elsődleges cél a „Fuzzy szabály-interpoláció alapú Q-learning” (Fuzzy Rule 

Interpolation-based Q-learning - FRIQ-learning) megerősítéses tanulási 

módszer továbbfejlesztése oly módon, hogy alkalmas legyen egy előre 

megadott (a priori) szakértői tudásbázis (mint heurisztika) befogadására úgy, 

hogy az a későbbiekben, szükség esetén a tudásbázis többi részével együtt 

hangolható legyen. Ez olyan módszerek kifejlesztését jelenti, amelyek lehetővé 

teszik a szakértői tudásbázis valamilyen (magasabb szintű) formában történő 

leírását és a rendszerbe történő injektálását, és képesek a szakértői 

szabályrendszer hangolására és validálására (helyességének ellenőrzésére) is. 

Ezek alapján a kutatás célkitűzései a következőképpen fogalmazhatók meg: 

• Olyan előzetes tudásbázis, szakértői szabályrendszer leírási forma 

kidolgozása, melyben az előzetes szakértői heurisztika megadható és a 

FRIQ-learning rendszerbe építhető.  

• Kezdeti Q-érték becslési módszer kialakítása, amely lehetővé teszi a 

szakértői produkciós szabályrendszer kezdeti Q-függvényt leíró fuzzy 

szabályokká való alakítását és így azok FRIQ-learning rendszer tanulási 

folyamatába való injektálását. 

• Hangolási eljárás kidolgozása, amely lehetővé teszi az előzetesen megadott 

szakértői tudásbázis hangolását, optimalizálását. A hangolási eljárásnak 
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alkalmasnak kell lennie a nem feltétlenül helyes szakértői heurisztika 

(szabályrendszer) negatív hatásainak kompenzálására, a téves vagy nem 

teljesen helyes szakértői szabályok korrekciójára. 

• A Q-függvényt leíró fuzzy szabálybázis szabályszámának csökkentésére 

(redukálására) alkalmas módszer kidolgozása, amely a tanulási folyamat 

közben, a közel ugyanazon információt leíró szabályok összevonásával 

csökkenti a szabálybázis méretét és így a rendszer komplexitását. 

• Módszer kidolgozása a Q-függvényt leíró fuzzy szabálybázis hangolása és 

redukciója során a szakértői szabályok követésére és hangolást követő 

kinyerésére. A módszerrel az eredeti és a hangolást követően kinyert 

szakértői szabálybázis összevethető, a kezdeti szakértői heurisztika 

helyessége ellenőrizhető, validálható. A hangolás előtt megadott és a 

hangolás utáni előállt szakértői tudásbázis összehasonlításával 

következtetni lehet a szakértői szabályok helyességének mértékére. A 

hangolást követő kismértékű eltérés igazolhatja a szakértői szabályok 

helyességét, nagyobb mértékű eltérés értelmezhető a kezdeti heurisztika 

pontosításaként, a jelentős eltérések, vagy az eredeti szabályrendszernek 

ellentmondó produkciós szabályok pedig utalhatnak a kezdeti heurisztika 

egyes részeinek helytelenségére. A szabálybázis redukciója során eltűnő 

szabályok a szakértői heurisztika redundanciájára utalhatnak. 

 A kutatási téma célkitűzése tehát kettős. Egyrészt olyan fuzzy interpolációs 

állapotgép viselkedésmodell kidolgozása, amelyben az a priori tudás viszonylag 

egyszerű módon implementálható, másrészt olyan automatikus hangolási 

eljárás kidolgozása, amellyel ezen a priori elemeket is tartalmazó modell 

hiányos minta alapján hangolható. Az így kialakítandó modell és módszer 

jelentősége amellett, hogy egy nyelvi leírási formából kiindulva (pl. etológiai 

modell, mint a priori tudás) működtető modell kialakítására alkalmas, megfelelő 

teljesítmény mérték választása és minták megléte esetén akár etológiai modell 

hangolására és akár annak validálására is lehetőséget nyújthat.  
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2 ELŐZMÉNYEK 

 Ezen fejezet a tudományos előzményeket, azaz az gépi megerősítéses 

tanulás alapjait és a kutatás alapjául szolgáló FRIQ-learning módszert 

foglalja össze. 

2.1 A MEGERŐSÍTÉSES TANULÁS 

A gépi tanulás [17][68] témaköre alapvetően három, nem teljesen élesen 

elkülöníthető csoportba sorolható, melyek a felügyelt tanulás, a felügyelet 

nélküli tanulás illetve a megerősítéses tanulás.  

 A megerősítéses tanulás (reinforcement learning - RL) [84] esetében a 

rendszer megerősítési információk alapján alakítja ki a viselkedést, minden 

lépésben kap visszajelzést, úgynevezett megerősítést (jutalmat vagy büntetést) 

az adott döntés vagy döntések végrehajtását követően, de ezekből arra nem lehet 

következtetni, hogy ezt mely döntéssorozatának köszönhetően kapta (nincs 

külső tanár, aki minden esetben adna visszajelzést arról, hogy mi volt a helyes 

cselekvés). A megerősítési információk egy jutalomfüggvényből származnak, 

amely definiálja a rendszer számára, hogy mely esetekben jutalmazhat vagy 

büntethet. Ezen módszerek próbálkozás típusú (trial-end-error) algoritmusok 

összesége, melyek a megoldásra vonatkozó ismeret nélkül, a környezettől kapott 

megerősítési információk alapján térképezik fel a rendszer elvárt viselkedését. A 

jutalomfüggvény által van definiálva az elérendő cél, hogy mely esetben jár nagy 

jutalom az adott cselekvésért (vagy cselekvéssorozatért), mely döntés 

(döntéssorozat) milyen mértékben volt helyes, de a megoldás mikéntjére 

vonatkozóan nincs információ. A tanulási módszer alapötlete tehát, hogy a 

visszajelzéseket ne csak az ágens (azaz a tanuló entitás) jelenlegi cselekvéseinek 

kialakítására használják fel, hanem arra is, hogy javítsa a jövőbeli döntésekre 

irányuló képeséget, tehát a tanulás során lépésről-lépésre egyre helyesebben 

oldja meg az adott feladatot.  
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2.2 A FRIQ-LEARNING MÓDSZER 

 A „fuzzy szabály-interpoláció alapú Q-tanulás” (Fuzzy Rule Interpolation-

based Q-learning - FRIQ-learning) [97][98] a „FIVE” fuzzy szabály-

interpolációs módszert alkalmazó megerősítéses tanulási algoritmus. A „FIVE” 

FRI (Fuzzy Interpolation in the Vague Environment, bizonytalan környezet 

alapú fuzzy szabály-interpoláció) modell alkalmazása következtében a módszer 

folytonos állapot-akció (és Q-érték) dimenziókkal rendelkezik, a folytonos és 

interpolált �̃�(𝑠, 𝑎)  függvényt a tanulási folyamat közben létrejött fuzzy 

szabályrendszer írja le, melyben a szabályok a �̃�(𝑠, 𝑎) függvény tartópontjai. A 

módszer Q-függvény reprezentációja a „FIVE” FRI (Fuzzy Rule Interpolation, 

Fuzzy szabály-interpoláció) modell alkalmazása következtében így kisebb, mint 

a klasszikus Q-learning módszerek esetében [S11], amely által a FRIQ-learning 

módszer hatékonyan alkalmazható a klasszikus megerősítéses tanulási 

alkalmazási példák vagy akár a Pong játék [S14] esetében is.      

 A rendszer működtető tudásbázisát (𝑅 szabálybázis) leíró 𝑖-edik (𝑖 ∈ [1,𝑚], 
𝑚 a szabályszám) 𝑟𝑖 fuzzy szabály alakja a következő [97][98]: 

𝑟𝑖: 𝑰𝒇 𝑠1 𝑖𝑠 𝑆1
𝑖  𝑨𝒏𝒅 𝑠2 𝑖𝑠 𝑆2

𝑖  𝑨𝒏𝒅…  𝑨𝒏𝒅 𝑠𝑛 𝑖𝑠 𝑆𝑛
𝑖   𝑨𝒏𝒅 𝑎 𝑖𝑠 𝐴𝑖  𝑻𝒉𝒆𝒏 �̃�(𝒔, 𝑎) = 𝑞𝑖 

 

(1) 

Ahol �̃�(𝒔, 𝑎) a közelített Q-függvény, 𝑞𝑖  az 𝑖  -edik szabály konzekvense. 𝑆𝑗
𝑖 

( 𝑗 ∈ [1, 𝑛] ) a fuzzy halmaza az 𝑖 –edik szabálynak a 𝑗 –edik állapot 

univerzumban,  𝒔 ∈ 𝑺  az 𝑛  dimenziós állapot megfigyelés az 𝑛  dimenziós 

állapot térben, 𝑠𝑗 a 𝑗-edik (𝑗 ∈ [1, 𝑛])  dimenziója az állapot megfigyelés 𝒔-nek. 

𝐴𝑖  a fuzzy halmaza az 𝑖  -edik szabálynak az egydimenziós 𝑈  akciótérben, 

𝑎, 𝑎 ∈ 𝑈 pedig a végrehajtott akció. A rendszer állapot-akció univerzuma (𝑛 +
1) dimenziós, ahol 𝑛 az állapot dimenziók száma, a további dimenzió pedig az 

akcióteret jelöli. Az 𝑅 szabálybázis 𝑚 darab 𝑟𝑖 ∈ 𝑅 (𝑖 ∈ [1,𝑚]) fuzzy szabályt 

tartalmaz.   

 A „FIVE” FRI modellel közelített �̃�(𝒔, 𝑎)  függvény 𝑖 -edik fuzzy 

szabályának konzekvense a (𝑘 + 1)-edik iterációban a következő [97][98]: 
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𝑞𝑖
𝑘+1 =

{
 
 

 
 

𝑞𝑖
𝑘 + ∆�̃�𝑘+1(𝒔, 𝑎)

𝑞𝑖
𝑘 + ∆�̃�𝑘+1(𝒔, 𝑎) ∗ (1 𝛿𝑣,𝑖

𝜆⁄ ) (∑1 𝛿𝑣,𝑖
𝜆⁄

𝑚

𝑖=1

)⁄

 

ha (𝒔, 𝑎) = (𝒔𝑖 , 𝑎𝑖) 
valamennyi 𝑖-re, 

 
(2) 

egyébként 

Ahol ∆�̃�𝑘+1(𝒔, 𝑎)  a Q-függvény (𝑘 + 1) -edik iterációbeli frissítési értéke 

(𝐬, a)-ban amely a következő módon határozható meg [97][98]: 

 
�̃�𝑘+1(𝒔, 𝑎) = �̃�𝑘(𝒔, 𝑎) + ∆�̃�𝑘+1(𝒔, 𝑎) 

 

(3) 

 
∆�̃�𝑘+1(𝒔, 𝑎) = 𝛼 ∗ (𝑔(𝒔, 𝑎, 𝒔′) + 𝛾 ∗ max

𝑎′𝜖𝑈
�̃�𝑘(𝒔′, 𝑎′) − �̃�𝑘(𝒔, 𝑎)) 

 

(4) 

Ahol 𝛾 a leszámítolási tényező, 𝛼 ∈ [0,1] a tanulási ráta, 𝑞𝑖
𝑘+1 az 𝑖-edik szabály 

singleton konklúziója a (𝑘 + 1)-edik iterációban, 𝑎 a végrehajtott akció 𝒔-ben, 

𝒔′  az új állapot megfigyelés, 𝑔(𝒔, 𝑎, 𝒔′)  a jutalom értéke az 𝒔 → 𝒔′ 
állapotátmenetre, �̃�𝑘  a 𝑘 -adik, �̃�𝑘+1  pedig a 𝑘 + 1 -edik iteráció becsült 

konklúziója a „FIVE” FRI által.  

 Összegezve, a �̃�(𝒔, 𝑎)  függvény alakja a következőképpen írható fel a 

„FIVE” FRI modellbe való behelyettesítésével [97][98]: 

 �̃�(𝒔, 𝑎) =

{
 
 

 
 

𝑞𝑖

∑((
𝑞𝑖

(𝛿𝑣
𝑖)
𝜆⁄ ) (∑1

(𝛿𝑣
𝑗
)
𝜆⁄

𝑚

𝑗=1

)⁄ )

𝑚

𝑖=1

 

ha (𝒔, 𝑎) = (𝒔𝑖 , 𝑎𝑖) 
valamennyi 𝑖-re, 

 
(5) 

egyébként 

Ahol 𝑞𝑖 az 𝑖-edik (𝑖 ∈ [1,𝑚]) szabály konzekvense, (𝐬, a) a crisp megfigyelés, 

𝜆 a Shepard paraméter, amely értéke jelen esetben megegyezik az antecedens 

dimenziók számával [90], 𝑚 pedig a szabálybázisban lévő szabályok száma. A 

𝛿𝑣
𝑖  a skálázott (súlyozott) távolság az (𝐬, a) állapot-akció megfigyelés és az 𝑖-

edik szabály (𝒔𝒊, 𝑎𝑖)  állapot-akció antecedense között, amely a 

következőképpen fejezhető ki [56]:  
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 𝛿𝑣
𝑖 = 𝛿𝑣 ((𝒔, 𝑎), (𝒔

𝒊, 𝑎𝑖)) = [∑(∫ 𝑣𝑗(𝑠𝑗)𝑑𝑠𝑗

𝑠𝑗

𝑠𝑗
𝑖

)

2

+ (∫ 𝑣(𝑎)𝑑𝑎
𝑎

𝑎𝑖
)

2𝑛

𝑗=1

]

1/2

 

 

(6) 

Ahol (𝒔, 𝑎)  az állapot-akció megfigyelés, (𝒔𝒊, 𝑎𝑖)  az 𝑖 -edik szabály állapot-

akció antecedense, 𝑠𝑗 a 𝑗-edik  (𝑗 ∈ [1, 𝑛]) dimenziója az 𝑛-dimenziós állapottér 

univerzumnak, 𝑠𝑗
𝑖  az 𝑖 -edik szabály 𝑗 -edik állapot dimenziója, 𝑎𝑖  az 𝑖 -edik 

szabály akció univerzuma, 𝑣𝑗(𝑠𝑗)  az 𝑠𝑗  állapot univerzum skálafüggvénye, a 

𝑣(𝑎) pedig az 𝑈 akció univerzum skálafüggvénye. A skálafüggvények által az 

adott fuzzy halmazok alakja jellemezhető [47][56].  

 A tanulási fázis kezdetben 2𝑛+1  darabszámú, 0 konzekvens értékkel 

rendelkező fuzzy szabállyal indul, amit az inkrementális szabálybázis építési 

módszer [94] iterációról-iterációra bővít, illetve hangol. Ezek a kezdeti vagy 

úgynevezett sarokponti szabályok az (𝑛 + 1)-dimenziós hiperkocka sarkaiban, 

azaz az univerzumok határain helyezkednek el. A továbbiakban a módszer ezt a 

kezdeti szabálybázist bővíti új szabályokkal vagy azok konzekvensét (Q-értékét) 

hangolja a (2) formula által, attól függően, hogy új szabály beillesztésére vagy 

csak a meglévő szabálybázis Q-értékének a frissítésére van-e szükség.  

 Új szabály szabálybázisba történő beszúrása az ágens környezetéből érkező 

megerősítési információk és a Q-függvény frissítési értékei (∆�̃�)  alapján 

történik. Ha ∆�̃� értéke magasabb, mint egy előre meghatározott Q-frissítési limit 

(∆�̃� > 휀𝑄) és a létező legközelebbi szabály is távol van az éppen beszúrandó 

szabály pozíciójához képest, akkor új szabály felvétele történik az adott 

lehetséges szabálypozícióba. A lehetséges szabálypozíciók meghatározása egy 

állapot-akció tér rácsháló által történik, mely által az állapot-akció tér csak adott 

(𝑠𝑘+1 = 𝑠𝑘 , ∀𝑘 > 𝑖, 𝑠𝑖+1 =
𝑠𝑖+𝑠𝑖+2

2
)  pontjaiba illeszthetők be az új szabályok 

[94]. Abban az esetben, ha ∆�̃� értéke kisebb, mint az előre meghatározott Q-

frissítési limit (∆�̃� < 휀𝑄) , akkor nem történik új szabály beszúrása a 

szabálybázisba. Ebben az esetben a teljes szabálybázis konzekvensének, azaz Q-

értékének a frissítése (hangolása) valósul meg. Az említett lépések minden egyes 

iterációban végrehajtásra kerülnek addig, amíg a tanulási fázis (azaz az 

inkrementális szabálybázis építési fázis) véget nem ér. Akkor áll elő a rendszert 

működtető, végleges tudásbázis (fuzzy szabályrendszer) és ér véget a tanulási 
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folyamat, ha már nem kerül új szabály beszúrásra a szabálybázisba és a ∆�̃� 

frissítési értékek relatívan kicsik maradnak. 

 Az inkrementális szabálybázis építési fázisban létrejött szabálybázis 

tartalmazhat redundáns szabályokat vagy olyan szabályokat melyeknek 

kiadódhatnak más, már létező szabályokból. Ezen szabályok a szabálybázisból 

való végleges törlésével a szabálybázis mérete csökkenthető, csökkentve ez 

által a szabálybázis komplexitását és a működtető végleges tudásbázis méretét 

[95][96]. Az elhagyható szabályok megállapítására eredetileg 3 dekrementális 

tudásbázis redukálási módszerrel (I., II., III.) [95][96] rendelkezik a FRIQ-

learning rendszer, amelyek az inkrementális szabálybázis építési fázis után 

alkalmazhatók opcionálisan. Kifejlesztettem egy további inkrementális 

szabálybázis redukálási módszert (IV.) [S8], amely klaszterezési eljáráson 

alapszik. 

 Ezen módszerek mindegyike a tanulási folyamat végén előállt teljes 

szabályrendszer szabályait vizsgálja, hogy az egyes szabályok lényegiek 

(kardinális), vagy kiadódók (redundáns). A szabálybázis redukálási módszerek 

eltávolítják a redundáns szabályokat a szabályrendszerből, így az eredetivel 

közel azonos az információt hordozó szabályrendszert alkotnak a lényegi 

szabályokból. A redukciós módszerek közös jellemzője, hogy a szabályok 

konzekvens értékét, azaz a Q-értéket vizsgálja. Az I.-III. redukálási módszerek 

dekrementálisak, azaz a végső redukált szabálybázis a tanulási fázis végén kapott 

teljes szabálybázis egyes szabályainak elhagyásával jön létre, fokozatosan 

csökkentve annak méretét. A IV. redukálási módszer inkrementális, azaz a végső 

redukált szabálybázis a tanulási fázis végén kapott teljes szabálybázisból a 

feltételezett lényegi szabályok kiemelésével keletkezik. Az egyes szabálybázis 

redukálási módszerekkel kapott csökkentett méretű szabálybázisok közel 

ugyanazt a Q-függvényt (irányítási felületet) írják le, mint a redukálás előtti 

esetben, de kevesebb szabállyal (azaz interpolációs tartóponttal). 

 A FRIQ-learning módszer működése tehát 2 fő lépésre bonható. Az első 

fázisban az inkrementális szabálybázis építési módszer [94] iterációról-iterációra 

bővíti, majd a tanulási fázis végeztével létrehozza a rendszert működtető 

végleges tudásbázist. A második fázisban a tanulási folyamat végén előállt 

szabálybázis méretének (szabályainak számának) csökkentésére van lehetőség 

az adott dekrementális szabálybázis csökkentési módszerek [95][96][S8] (I., II., 

III., és IV.)  opcionális alkalmazása által. 
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3 ÚJ TUDOMÁNYOS EREDMÉNYEK 

 
 Ebben a fejezetben az elért új tudományos eredmények, a szakértői 

tudásbázissal bővített (heurisztikusan gyorsított) FRIQ-learning módszer 

(HFRIQ-learning) és a hozzá kapcsolódó tézisek kerülnek bemutatásra. 

3.1 SZAKÉRTŐI TUDÁSBÁZIS BEÉPÍTÉSE 

 Első tézisként javaslatot tettem a szakértő által definiálható előzetes 

tudásbázis leírási módjára, valamint az a priori tudásbázist leíró fuzzy 

szabályrendszerre történő kezdeti Q-érték meghatározási módszerre, amely 

által a kezdeti szakértői tudásbázis beépíthető az FRIQ-learning módszer 

tanulási folyamatába. A javasolt módszerek alkalmazása által, a „Cart-Pole” és 

a „Mountain car” megerősítéses tanulási mintapéldák alkalmazásával 

vizsgáltam az injektált szakértői tudásbázis FRIQ-learning rendszer tanulási 

hatékonyságára gyakorolt hatását.  

 A kapott eredmények alapján megállapítható, hogy a fejlesztett módszerek 

által külső szakértői tudásbázis fuzzy produkciós szabályok formájában 

injektálható a FRIQ-learning rendszerbe, továbbá egy helyesen megadott, a 

rendszer szempontjából külső szakértői tudásbázis nagymértékben javíthatja a 

FRIQ-learning rendszer hatékonyságát, pozitív módon befolyásolja a tanulási 

fázis konvergencia sebességét. Bebizonyosodott továbbá, hogy az általam 

javasolt módszerek által külső szakértői heurisztika fuzzy produkciós szabályok 

formájában megfelelő módon injektálható a FRIQ-learning rendszerbe. 

 

3.1.1 Tézis I. 

A FRIQ-learning megerősítéses tanulási rendszer konvergencia sebessége 

javítható a kezdeti Q-érték szabálybázisba illesztett helyes szakértői produkciós 

szabályokból képzett Q fuzzy szabályokkal, ahol ezen beillesztett szabályok 

kezdeti konzekvens Q-értéke a környezet által adható maximális megerősítés 

érték alapján becsülhető. 



Új tudományos eredmények 

- 10 - 

 

 I.1. Altézis: A konvergencia sebesség az esetben is javulhat, ha a felhasznált 

helyes szakértői produkciós szabályok csak részben fedik le a teljes állapotteret.  

I.2. Altézis: Amennyiben a felhasznált szakértői produkciós szabályok helytelen 

szabályokat is tartalmaznak, azaz egyes szabályok esetén az érintett állapotban 

javasolt akció választása csökkentené a várható megerősítés értékét, a teljes 

FRIQ-learning rendszer konvergencia sebessége romolhat. 

Az I. tézishez kapcsolódó saját publikációk: [S2], [S4], [S6], [S7], [S15] 

3.2 A FRI Q-FÜGGVÉNYT LEÍRÓ SZABÁLYBÁZIS HANGOLÁSA 

 Második tézisként kidolgoztam egy gradiens módszeren alapuló hangolási 

(optimalizálási) eljárást, amely alkalmas a tanulási folyamat közben, a 

tudásbázist leíró Q-függvény tartópontjainak hangolására, azaz a fuzzy 

szabályrendszer antecedens (állapot-akció) és konzekvens (Q-érték) értékeinek 

pontosítására. Meghatároztam továbbá a gradiens módszer alkalmazása 

következtében szükséges, a „FIVE” FRI modellel leírt Q-függvény parciális 

deriváltjait.  

 Megállapítottam, hogy az összes szabálypont hangolásával a Q-függvény 

függvény elromlik, nem alakul ki a függvény elvárt felülete. Ennek oka az lehet, 

hogy az állapot-akció tér azon pontjainak antecedense és Q-értéke, melyek ritkán 

kerülnek bejárásra és így frissítésre (a felderítés-kiaknázás következtében), az 

összes szabálypont hangolása miatt elromlik. Az összes szabálypont egyidejű 

hangolása ezért nem járható út. A megoldást azt jelentette, hogy csak azon 

szabályok kerültek hangolásra, amely az éppen aktuális állapot-akció 

megfigyelési pont közelében találhatók, azaz a legközelebb helyezkednek el 

ahhoz. A javasolt módszer megoldotta a fentebb említett problémát és helyes 

irányban hangolja a Q-függvény szabálypontjait, nem változtatva azon 

szabályokat melyek a aktuális állapot-akció megfigyelési ponttól távol, a 

kevésbé látogatott területekre esnek. 

 A rendszerbe történő új szabályok felvétele (majd a későbbi redukálása) 

következtében meghatároztam továbbá a szabályok között definiálható 

távolságot és ez alapján egyfajta szabályközelséget, amelynek alapja az egyes 

dimenziókra meghatározott távolságküszöbök. 
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 A javasolt módszerek hatékonyságának vizsgálatát gyakorlati mintapéldák 

és az így kapott Q-függvény felületek segítségével vizsgálatam.   

3.2.1 Tézis II. 

A HFRIQ-learning megerősítéses tanulási rendszer inkrementális szabálybázis 

építési fázisában a Q-függvényét leíró fuzzy szabálybázis szabályainak (fuzzy 

Q-szabályok) antecedensei és konzekvensei gradiens módszerrel 

optimalizálhatók, hangolhatók. Az aktuális állapot-akció pontban egy új 

szabály beillesztésének feltétele a már meglévő szabályoktól vett távolsága és a 

Q-függvény frissítésének mértéke alapján meghatározható. 

II.1. Altézis: Amennyiben nincs olyan fuzzy Q-szabály, melynek antecedense 

valamennyi antecedens dimenzióban vett távolsága kisebb az egyes 

dimenziókra meghatározott távolságküszöbnél és a Q-függvény frissítésének 

mértéke nagyobb, mint egy küszöbérték, úgy az aktuális állapot-akció pontba 

egy új szabály kerül beillesztésre. Ellenkező esetben a meglévő fuzzy Q-

szabályok kerülnek hangolásra. 

II.2. Altézis: Abban az esetben, ha szabálybázisba illesztett kezdeti szakértői 

szabályrendszer helytelen szakértői produkciós szabályokat is tartalmaz, akkor 

azok a tanulási fázisban a szabálybázis többi szabályával együtt hangolhatók, 

korrigálhatók. 

II.3. Altézis: A HFRIQ-learning megerősítéses tanulási rendszer 

tudásbázisának hangolása során az állapot-akció tér ritkán bejárt területein 

lévő fuzzy Q-szabályok elhangolódása csökkenthető, ha az összes fuzzy 

szabálypont egyidejű hangolása helyett, csak azon szabályok kerülnek 

hangolásra, amely az éppen aktuális állapot-akció megfigyelési pont közelében 

találhatók. 

A II. tézishez kapcsolódó saját publikációk: [S1], [S9], [S10], [S12] 

3.3 SZABÁLYBÁZIS REDUKCIÓ 

 Harmadik tézisként kidolgoztam egy olyan tudásbázis csökkentési 

(szabálybázis redukálási) módszert, amely a rendszer tanulási folyamata közben 

alkalmazható. A második tézisként javasolt szabálybázis hangolása során a 



Új tudományos eredmények 

- 12 - 

 

szabálypontok vándorlása miatt előfordulhat olyan eset, amikor több szabály 

kerül egymáshoz közel az (𝑛 + 2)-dimenziós térben. Abban az esetben, ha az 

egymáshoz közel kerülő szabályok nagyon hasonló információt írnak le (azaz 

ilyen szempontból redundánsak), a szabályok egyesíthetők, a szabályrendszer 

mérete csökkenthető. A javasolt szabálybázis redukálási módszer a rendszer 

tanulási fázisa közben a fuzzy szabályok közötti távolságok (és 

távolságküszöbök) alapján egyesíti az egymáshoz hasonló szabályokat, 

csökkentve a rendszer tudásbázisának méretét. A javasolt távolság alapú 

szabálybázis redukálási módszer hatékonyságát különböző futási esetek 

felhasználásával vizsgáltam.  

 Kidolgoztam egy olyan módszert is amely által az egyes szakértői szabályok 

változása nyomon követhető a tanulási folyamat során, így a tanulási folyamat 

végeztél visszaolvasott szakértői szabályok helyességére ezáltal következtetni 

lehet.  

 Kidolgozásra került továbbá egy olyan tudásbázis (szabálybázis) redukálási 

módszer is, amely hierarchikus klaszterezési eljárással a tanulási folyamatot 

követően alkalmas a Q-függvényt leíró szabálybázis méretét csökkenteni.                 

3.3.1 Tézis III. 

A HFRIQ-learning megerősítéses tanulási módszer tudásbázisának mérete a 

tanulási folyamat során csökkenthető a hasonló fuzzy Q-szabályok 

összevonásával. A fuzzy szabályok hasonlósága becsülhető antecedenseik és 

konzekvenseik távolságával.  

III.1. Altézis: A szabályok hangolása és összevonása során követhető a 

szabályok típusa, így a tanulási folyamat végeztével a HFRIQ-learning Q fuzzy 

szabályrendszeréből a kezdeti szakértői szabályok visszanyerhetők. Az 

eredetileg megadott és a hangolást követően visszanyert szakértői szabályok 

összevetésével következtetni lehet a kezdeti szakértői szabályok helyességére. 

III.2. Altézis: A hierarchikus klaszterezési módszer alkalmas a HFRIQ-

learning tanulási fázisának végeztével előállt Q-függvényt leíró fuzzy 

szabályrendszer méretének csökkentésére. 

A III. tézishez kapcsolódó saját publikációk:[S3], [S5], [S8], [S13] 
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3.4 A HFRIQ-LEARNING 

 A fejlesztett, heurisztikusan gyorsított FRIQ-learning (HFRIQ-learning) 

rendszer felépítésének blokkvázlatát az alábbi 1. ábra szemlélteti. 

 

1. ábra: A heurisztikusan gyorsított FRIQ-learning (HFRIQ-learning) rendszer 

felépítése 
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 A javasolt HFRIQ-learning módszer működésének hatékonyságát egy 

egyetlen állapot- és egyetlen akcióváltozóval rendelkező mintapélda és a 

„Mountain car” illetve a „Cart-Pole” klasszikus megerősítéses tanulási 

alkalmazáspéldákon keresztül vizsgáltam. 

 A kapott futási eredmények alapján megállapítható, hogy a javasolt (és 

fejlesztett) módszerek következtében a rendszer tanulási fázisának 

konvergencia sebessége javulhat, de csak olyan esetekben mikor a szakértői 

heurisztika helyes. Ellenkező esetben, mikor helytelen szakértői szabályok is 

injektálásra kerülnek, a tanulási módszer továbbra is konvergál, de a szabályok 

hangolásához (optimalizálásához) több epizódra (és így több iterációra) van 

szükség. 
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4 ÖSSZEFOGLALÁS 

 A disszertáció tárgya a gépi tanuláshoz, azon belül a megerősítéses tanulás 

témaköréhez kapcsolódik, amely egy Fuzzy szabály-interpoláción alapú Q-

learning (FRIQ-learning) módszer szakértői tudásbázissal való kibővítését, a 

rendszerbe injektált szakértői tudásbázis hangolását (optimalizálását), valamint 

a tanulási folyamat közben létrejött tudásbázis méretének a csökkentését 

(redukálását) takarja.  

 Az értekezés első fejezetében bemutatásra került a kutatás célkitűzése, a 2.-

3. fejezetekben részletezésre került a Fuzzy logika és a megerősítéses tanulás 

témaköre, valamint a kutatás alapjául szolgáló Fuzzy szabály-interpoláción 

alapú Q-learning (FRIQ-learning) módszer. A 4. fejezetben került bemutatásra 

a javasolt „Heurisztikusan gyorsított FRIQ-learning” (HFRIQ-learning) 

módszer, a hozzá kapcsolódó kutatás eredményeit összefoglaló tézisek és saját 

publikációk. 

 Első tézisként javaslatot tettem a szakértő által definiálható előzetes 

tudásbázis leírási módjára, valamint az a priori tudásbázist leíró fuzzy 

szabályrendszerre történő kezdeti Q-érték meghatározási módszerre, amely 

által a kezdeti szakértői tudásbázis beépíthető az FRIQ-learning módszer 

tanulási folyamatába. A javasolt módszerek alkalmazása által vizsgáltam 

továbbá az injektált szakértői tudásbázis FRIQ-learning rendszer tanulási 

hatékonyságára gyakorolt hatását.  

 Második tézisként kidolgoztam egy gradiens módszeren alapuló hangolási 

(optimalizálási) eljárást, amely alkalmas a tanulási folyamat közben, a 

tudásbázist leíró Q-függvény tartópontjainak hangolására, azaz a fuzzy 

szabályrendszer antecedens (állapot-akció) és konzekvens (Q-érték) értékeinek 

pontosítására.  

 Harmadik tézisként kidolgoztam egy olyan tudásbázis csökkentési 

(szabálybázis redukálási) módszert, amely a rendszer tanulási folyamata közben 

alkalmazható. A második tézisként javasolt szabálybázis hangolása során a 

szabálypontok vándorlása miatt előfordulhat olyan eset, amikor több szabály 

kerül egymáshoz közel az (𝑛 + 2)-dimenziós térben. Abban az esetben, ha az 

egymáshoz közel kerülő szabályok nagyon hasonló információt írnak le (azaz 

ilyen szempontból redundánsak), a szabályok egyesíthetők, a szabályrendszer 

mérete csökkenthető. A javasolt szabálybázis redukálási módszer a rendszer 
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tanulási fázisa közben a fuzzy szabályok közötti távolságok (és 

távolságküszöbök) alapján egyesíti az egymáshoz hasonló szabályokat, 

csökkentve a rendszer tudásbázisának méretét. Kidolgozásra került továbbá egy 

olyan tudásbázis redukálási módszer is, amely hierarchikus klaszterezési 

eljárással a tanulási folyamatot követően képes a Q-függvényt leíró 

szabálybázis méretét csökkenteni.                 

 További kutatási terv egy olyan módszer kidolgozása, amely alkalmas lehet 

a szakértő által megadott kezdeti, állapot-akció típusú fuzzy szabályok és a 

tanulási (hangolási) folyamat végeztével előállt optimalizált szakértői 

szabályok összehasonlítására, információt adhat arról, hogy a kezdeti szakértői 

szabályrendszer milyen mértékben voltak helyesek. Azaz alkalmas a kezdeti 

szakértői heurisztika helyességének igazolására validálására. További 

fejlesztési terv az előzetes szakértői tudásbázis definiálásának egyszerűsítése 

egy fuzzy viselkedésleíró nyelv [74] alkalmazásával. Az így kialakítandó 

modellek és módszerek jelentősége amellett, hogy egy nyelvi leírási formából 

kiindulva (például etológiai modell [85], mint a priori tudás) valamilyen 

rendszert közvetlenül működtető modellként használhatók, megfelelő 

teljesítmény mérték választása és minták megléte esetén a kezdeti szakértői 

heurisztika validálására is lehetőséget nyújthatnak. 
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5 SUMMARY 

 The subject of the dissertation is related to the machine learning area, 

especially to the reinforcement learning, which includes extending the Fuzzy 

Rule Interpolation-based Q-learning (FRIQ-learning) method by embedding a 

priory expert knowledge, tuning the injected expert knowledge (optimization), 

and reducing the size of the rule-base representing the knowledge base during 

and after the incremental learning process. 

 In the first section of the dissertation, the main goal of the study is 

summarized and the related literature is reviewed. The next two chapters briefly 

introduce the fuzzy logic, the reinforcement learning and the Fuzzy Rule 

Interpolation-based Q-learning (FRIQ-learning). The fourth section introduce 

the suggested "Heuristically Accelerated FRIQ-learning" method, the related 

theses and our papers supporting them. 

 In the first thesis, I proposed a way to describe the preliminary (a prior) 

knowledge base which is defined by a human expert as a set of production 

(state-action) fuzzy rules. I also suggest a way for embedding the expert defined 

rules to the initial rule-base of the FRIQ-learning, by reformulation the state-

action fuzzy rules to state-action-Q-value fuzzy rules required by the FRIQ-

learning. The way as the required initial Q-values of the rules are determined is 

also part of the firs thesis. Furthermore, I investigated the effect of the injected 

expert knowledge base on the learning efficiency of the FRIQ-learning system 

applying the proposed methods. 

 My second thesis, is a gradient descent-based optimization method for 

optimizing the antecedents (state-action) and consequent (Q-value) parameters 

of the fuzzy rule-base describing the Q-function. 

 My third thesis, is a Q-function fuzzy rule-base reduction method, based on 

merging the similar rules during the learning phase. During the learning phase, 

rule antecedents could shift to be close to each other, and in the case if the rule 

consequents are also close, the rules are similar. This case the similar rules can 

be merged to reduce the rule-base size with a negligible change in the Q-

function described. This thesis also describes a method based on hierarchical 

clustering for reducing the Q-function fuzzy rule-base size after the learning 

phase. 
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 Further research will focus on the development of a method for validating 

the preliminary expert knowledge base by comparing the initial expert fuzzy 

rules with the rules fetched back form the optimized Q-function fuzzy rule-base 

after the learning phase. Another future goal is to apply a fuzzy behavior 

description language (FBDL, introduced in [74]), for simplifying and 

standardizing the form as the initial state-action fuzzy expert rules are specified. 

These models and methods could support the validation of practical heuristic 

expert models like ethological models [85]. 

5.1 THESIS I.  

The convergence speed of the FRIQ-learning reinforcement learning system 

can be improved by embedding Q fuzzy rules created from valid expert 

production rules into the initial Q-value rule-base, where the initial consequent 

Q-values of the embedded rules can be estimated based on the maximum 

reinforcement value that can be provided by the environment. 

I.1. Subthesis: The convergence speed can be improved even if the embedded 

valid expert production rules are only partly covering the complete state space. 

I.2. Subthesis: If the expert production rules are also containing invalid rules, 

i.e., in some rules, the action suggested in the affected state would decrease the 

expected reinforcement value, it may negatively effects the convergence speed 

of the entire FRIQ-learning system. 

My publications related to Thesis I: [S2], [S4], [S6], [S7], [S15] 

5.2 THESIS II. 

In the incremental rule-base construction phase of the HFRIQ-learning 

reinforcement learning system, the antecedents and consequents of the rules of 

the fuzzy rule-base describing the Q-function (fuzzy Q-rules) can be optimized 

and tuned using a gradient based method. The conditions for inserting a new 

rule at the current state-action point can be determined based on the distance 

from the existing rules and the extent of the Q-function update. 
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II.1. Subthesis: If there is no fuzzy Q-rule, whose distances in all antecedent 

dimensions are smaller than the distance thresholds determined for each 

dimensions and the Q-function update is also greater than a threshold value, 

then a new rule is inserted to the current state-action position. Otherwise, the 

existing fuzzy Q-rules are tuned. 

II.2. Subthesis: If the initial expert rule system, which is embedded into the 

rule-base also contains incorrect expert production rules, then they can be 

tuned and corrected together with the other rules of the rule-base during the 

learning phase. 

II.3. Subthesis: During the tuning of the knowledgebase of the HFRIQ-learning 

reinforcement learning system, the detuning of fuzzy Q-rules in the sparsely 

explored areas of the state-action space can be reduced by tuning the rules that 

are located close to the current state-action observation point only, instead of 

the simultaneous tuning of all the fuzzy rule points. 

My publications related to Thesis II: [S1], [S9], [S10], [S12] 

5.3 THESIS III. 

During the learning process the size of the knowledgebase of the HFRIQ-

learning reinforcement learning method can be reduced by merging the similar 

fuzzy Q-rules. The similarity of fuzzy rules can be estimated by the distance 

between their antecedents and consequents. 

III.1. Subthesis: During the tuning and merging of rules, the type of the rules 

can be tracked, thus at the end of the learning process from the Q fuzzy rule 

system of the HFRIQ-learning, the initial expert rules can be recovered. By 

comparing the originally defined and the recovered expert rules after tuning, it 

is possible to evaluate the correctness of the initial expert rules. 

III.2. Subthesis: At the end of the HFRIQ-learning phase, the hierarchical 

clustering method is suitable for reducing the size of the fuzzy rule-base 

describing the Q-function. 

My publications related to Thesis III: [S3], [S5], [S8], [S13] 
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