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Bevezetés

M¢ég gradudlis képzésem soran latokorombe keriilt és érdeklodési teriiletemmé valt az
adatfolyamok, adatrendszerek mogottes informdacioinak feltdrasa, illetve adatok javitasa.
Diplomamunkamként streaming adatfolyamok valos idejii elemzését lehetévé tevd szoftvert
valositottam meg, majd sajat Otletként vezeték nélkiili IPTV adatfolyamok robusztussa
tételének lehetdségét kutattam, €s fejlesztettem ki arra tobbedmagammal egy megoldast. Ezt
kovetden kertilt latokorombe az akkor 6 tanszéki kutatasi teriiletet jelentd beszédfeldolgozas-
képfeldolgozas témakore, igy az adatokhoz valo affinitisom ebben a témaban igyekeztem
kamatoztatni, amely az értekezés elsO részében bemutatott osztidlyozdsi megoldas
megalkotasaban testesiilt meg. A miszaki foldtudoméanyok kutatdsaiba bekapcsolodva, az ott
alkalmazott adatvizsgalati, zajsziirési modszereket és azok korlatait megismerve tdmadt Gtletem
arra, hogy az ismert modszereket is felhasznalva, de mégis alapjaiban 1 zajsziirési alternativat
alkossak, amelyet a dolgozat masodik pontjaban ismertetek. Ezen eljards eredményei
igéretesnek mutatkoztak arra, hogy a klaszterezés teriiletén is megoldast probaljak talalni ennek

alapjain, amelynek kutatasi eredményeit a disszertacié harmadik pontjdban ismertetem.

A mindennapjainkat és jovOnket is egyre inkabb befolyasol6 kiilonb6zd rendszerek nem tudnak
mikodni adatok nélkiil, igy az adatok feldolgozasa, az informaciok kinyerése, az adathalmazok
javitasa talan fontosabb, mint valaha. Gondoljunk csak péld4ul arra, hogy a generativ
mesterséges intelligencia megoldasok is csak annyira lehetnek jok, amilyen mindségii
adathalmazon tanitottak azokat, illetve amilyen mértében robusztusak tudnak lenni a kies6
értékekkel szemben. Nem csupan a vilagunkban keletkez6 napi adatmennyiség né
folyamatosan [1], de az adatokat felhasznalo — példaul deep learning — megoldasok szama és
jelentésége is [14]. Igy a személyes motivacion tul az adatok elsziirésének, osztalyozasanak,
informaciokinyerésének fontossdga nem csak tovabbi motivaciot jelentett kutatdsaimhoz, de

meghatarozza relevanciajat is.

Az értekezés harom f0 teriileten tartalmaz 0j tudomanyos eredményeket, melyek alapvetden a
jel- és adatfeldolgozas témakoréhez tartoznak. Az elsé egy Gjonnan kifejlesztett osztalyozasi
eljaras, melyet egy hisztogramalapu stlyozott median zajszlrd eljaréas, végiil pedig az ezen
alapuldé robusztus klaszterelemzési eljards kovet. Mindegyik eljaras alapjat az adott
adatrendszerek eldallasat kovetden azok manudlis elemzése, heurisztikdk, majd a kezdeti
eredmények, észrevételek felhasznaldsdval megalkotott szabalyszerliségek adtak, amelyek az

iterativ. modszerfejlesztések kiindulopontjai voltak. Mindharom modszert illetden kozos



kiindulopont és egyben munkahipotézis volt az adatok eldsziirése olyan értelemben, hogy az
osztalyozasi eljarasnal is kiindul6 feltételezésem volt, hogy jobb eredményt produkalé moédszer
alkothaté meg, ha elérheté mennyiségek bizonyos halmazainak adott hatarok kozotti mintaira
keriilnek meghatarozasra az osztalyt alkotd szabalyok (kvazi eldsziirést alkalmazva), és
ugyanigy elOszlrést alkalmaztam — mas, hisztogramos formaban — a zajszlirésre, majd ezt

alapul vevden a klaszterezésre megalkotott modszer esetében is.



1. Osztalyozasi eljaras virtualis iigynokok mozgasanak generalasahoz

1.1 Bevezetés

Az emberhez hasonld agensek a mesterséges intelligencia elOretorésével egyre gyakoribba

valnak. Ezen agensek hasznossaga azonban nagymértékben fligg mozgéasuk természetességétol.

Szamos tanulmany kimutatta, hogy egy fejmozgast szintetizalé rendszer létrehozhato
kiilonb6zé hanginformaciét bemenetként hasznalva, mikozben kevés, a vizualis
informaciokbol kinyert referenciat vesz ehhez alapul [63]. Korabbi kutatasok megerdsitették,
hogy a cél nem az eredetihez minél kozelebbi fejmozgasok eldallitasa abban az értelemben,
hasonlosdg mértéke. Ez a megfigyelés egybeesik a kiilonbdz0 alanyok neuralis haloval

szintetizalt fejmozgasairol kapott kezdeti minéségi visszajelzésekkel. [S1] A kezdeti vizsgalat

crer

crer

maximalis fejmozgas-amplitidé eredményez természetesebb benyomast. Ez a megallapitas
vezetett a fejmozgas amplitidojanak hanginformaciobol toérténd meghatarozasara iranyuld
vizsgalataimhoz, azzal a céllal, hogy a becsiilt amplitaddérték felhasznalhatd legyen neurélis
haldzat altal generalt fejmozgasok automatikus amplitudo-korrekcidjdhoz, rdadasul azzal az

elvarassal, hogy a folyamat soran ne legyen sziikség vizualis informéaciora.

Az automatikus mozgasgeneralasrol szolo, korabbi eredményeket, illetve modszerek korlatait
Osszehasonlitdo fontos eredményeket kozoltek Zhou és szerzétarsai [66]. Ebben a szerzok
ramutatnak, hogy a virtudlis beszéld fejek élethi mozgasanak generalasaban az egyik f6
probléma az, hogy a nagyon alapvetd hanginformaciés mennyiségek Onmagukban nem
korrelalnak kelléképpen a mozgassal, igy a csak hang alapjan torténd élethli (pl. megfeleld

amplitadoju) fejmozgas generalasa nagy kihivast jelentd feladat.

A fenti szerzok hivatkoznak Hyeongwoo Kim és szerzotarsai [30] munkajara is, ahol a szerzok
azt vizsgaltak, hogy a mozgésgeneralds mindségének nagymértékii romlasat okozza, ha a
becsiilt/generalt mozgastartomany kiviil esik az adott mozgasgeneralé rendszer tanitasi
mintdinak mozgéstartomanyan. Ez is megerdsiti a fejmozgas amplitidojanak a hangbdl térténd
becslésének — és természetesen a mozgasgeneralas soran torténd felhasznalasanak —

fontossagat.



Az altalam kifejlesztett osztalyozasi modszer célja az emberszerli agensek fejmozgésainak
természetességének ndvelése, mégpedig a valdés fejmozgds mértékének pusztin a
hanginformaciokbol torténé becslésével, amelynek ismeretében a virtualis beszéld fejek, ill.
robotok fejmozgas mértékei abba a tartomanyba skalazhatok, amelyben egy valos beszElo feje
mozgott volna. Eljardsom segitségével automatikusan korrigalhatd a generdlt mozgés
tartomanya végso fazis-amplitudo korrekcié formdjaban a természetesség novelése érdekében.
F6bb jellemz6i, hogy az alanyok maximalis fliggbleges fejmozgasat csak a hangmintakbol
hatarozza meg, altalanos alanyok esetében is miikodik, pontossaga és hatékonysaga tovabbi
osztalyok meghatarozéasaval javithatd, és barmely fejmozgas generdld6 modszer kimenetének
természetességét javithatja egy utdlagos amplitidoskalazassal. Ezen f6 elényok, illetve
alkalmazasi lehetéség mellett a fejmozgds-tartomanyok ¢€s az osztalyozasban hasznalt
szdrmaztatott hanginformaciés mennyiségek kozotti magas korrelacids érték tovabbfejlesztési
lehetéségek kiindulopontja lehet [S2]. Mindemellett a modszer a késébbiekben esetlegesen
alkalmas lehet annak a vizsgalatara is, hogy egy videdban szerepld besz¢ld valodi-e, vagy azt
(annak mozgasat) valamilyen generativ mesterséges intelligencia segitségével allitottak-e el6
szintetikusan. Ennek, mint lehetséges alkalmazasi lehetdségnek a jelentdsége vélhetéen a

kozeljovoben igen nagy lesz.

Modszerem megalkotasat kovetden megvizsgaltam eljarasomat illetéen az osztalyszinti
Osszefliggéseket, illetve az osztalyokban talalhato valtozok szamat és az osztalyok esetleges
Osszevonhatosagat is. llyen értelemben tehat a modszer altal kapott osztalyszerkezeti
optimalitdsnak a vizsgalata is megtortént, amely szintén bemutatdsra keriil. Az értekezés
tartalmaz egy Ujszerti outlier-detektalasi eljarast is, amelynek meghatarozé szerepe van az

osztalyozas hatékonysaganak tovabbi javitdsaban.
1.2 Mintaadatok, elemzési mdodszereik és az osztalyozas ismertetése

1.2.1 Mintavétel
Az megalkotott osztalyozasi modszer célja a fiiggdleges fejmozgas amplitidoinak osztalyozasa

a hanginformaciébol, a hatarokat 15, 25 és 50 képpontban hatdrozva meg. Mértékegység
tekintetében azért esett pixelre a valasztasom, mivel egyik f6 cél volt, hogy az osztalyozas
sokféle alany/besz€ld esetében lehetdve valjon, amelyhez nagyszamu alany szerepeltetése volt
sziikséges, ami nem lett volna kivitelezhetd a szogek mérését lehetévé tevd, kontrollalt
koriilmények kozott, raadasul az adatbazis, illetve a mddszer tovabbi bovitésének lehetdségét
is nagyban behatdrolta volna. Ezen til, az ellenérzott kornyezetben torténd mintavétel a

heterogenitdst — és ezzel a modszer hatdrait — sziikitette volna. A szabdlyalkotd6 mintak
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megszerzéséhez — az eléz6 allitasokat figyelembe véve — YouTube-videdkat hasznaltam

bemenetként, amelyekben heterogén (kiilonb6z6 kord, nemil) alanyok spontan beszéltek a

kamera el6tt, akiknek fejmozgéasa még természetesebb volt amiatt, hogy mérékorongok sem

szerepeltek fejiikon.

A videdk minden mondatabo6l 1-1 mintat nyertem ki, azzal az elvarassal, hogy a besz¢l6 altal a

kivalasztott mondat elmondasa kdzben végzett barmilyen testmozgas 1ényegesen kisebb legyen

(pixelben kifejezve), mint a fejmozgas az adott mondat alatt. Az osztadlyozasi modszer

kidolgozasdhoz 450 minta keriilt felhasznéalasra hang- €s vizualis informaciokkal. Minden

minta egy adott vide6 egy mondatabol kivont adathalmazbol allt, amely megfelelt a korabban

leirt feltételeknek. Az 1. dbra a videdinformacio kinyerési folyamatot ismerteti ezen mintak

Mozgastartomany

esetében.
Vided Kivetett pozicidk
(pixelben)
—]Képkocka 1 | Fejpozicida
Képkocka 2 P Fejpozicid 2
Képkocka N W Fejpozicio N
P Szemtivolsag

1. abra. Informacidkinyerés az osztélyozas soran

normalizacid

Amplitddae

—} becsult

maximuma

A fentieken tal egy tovabbi, koriilbeliil 450 mintas, ugyanilyen jellemzdékkel biré mintahalmaz

(heterogén alanyok, spontan beszéd, minden minta egy mondat stb.) késziilt el tesztelési céllal.

A két halmaz egyiittesére a mondatok atlagos idétartama 6,32 masodperc volt. A teljes

mintaadatbazisban egy alany legfeljebb 5 mintaban szerepelhetett, a beszélok esetleges sajatos

jellemzdibdl adddoé hibak elkeriilését biztositando.
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1.2.2 Mintaelemzés
A fliggbleges fejmozgds maximumat egy szemmozgds-kovetd programmal adtam meg,

amelynek eredményeit képkockankként manualisan korrigaltam. Ezt kdvetden a mozgasokat a
szemek kozotti 50 pixeles tavolsagra skalaztam, igy kapva meg a fejmozgasok mértékének a 2.

abran lathat6 eloszlasat.

.2[][] T T T T T

180

160

140

120

100

80

Mintak darabszama

60

40

20

A |
0 20 40 &0 80 100 120
Mozgas mértéke (pixel)

2. abra. Mozgasintervallumok az osztalyozasi eljaras mintdinak halmazaban

Az osztalyozéas hangbemenetei részben kozvetleniil kinyert értékek voltak (példaul az intenzités
gyors Fourier (FFT)-transzformacidjanak varianciaja (P;), autokorrelacios pitch atlaga (P,),
amplitudo kiilonbségek atlaga (P3), intenzitas kiilonbségek atlaga (P,), keresztkorrelacios pitch
atlaga (Pg), az amplitado varianciaja (P;;), intenzitds variancidja (P;q). Masrészt mas
hanginformacios értékeket empirikus alapon vezettem le az elébbiekbdl. Igy eldallt alap- és a
szarmaztatott hanginformacios értekek szama dsszesen 29 volt. Ezeket egyiittesen hasznaltam
fel az osztalymeghataroz6 produkciés szabalyokban. A kinyert tulajdonsagok a Filiggelék 1.

tablazataban lathatok. A konstansok célja az értékeknek a tobbivel azonos intervallumba

transzformalésa volt.
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1.2.3 Az osztalyozasi modszer ismertetése
A doktori kutatdsaim soran kifejlesztett osztalyozasi modszer hiperterek segitségével osztja fel

a jellemzoteret, ami a szakértdi rendszerek jol ismert megkozelitése. A figyelembe vett pontok
halmazat a jellemz6térben ekkor produkcios szabalyok meghatarozasaval hatarozhatjuk meg.
A szabalyok ekkor valdjaban a konjunkcios operatorok altal kifejezett félterek metszéspontjat
adjak meg.

A fent emlitett 29 hanginformacids tulajdonsaggal a teljes mintaadatbazisbol osztalyalkotasi
szabalyokat készitettem, ahol az egy osztalyhoz tartozé tulajdonsagok értékei (jellemzden
osztalyonként 4-5 a rendelkezésre all6 29 tulajdonsagbol) egy minimum-maximum
tartomanyban vannak. Az egy adott osztalyba tartozé mintdk kozos jellemzdje az is, hogy
maximélis mozgasamplitidéjuk egy adott tartomanyon beliil van. Osszesen 74 osztalyt

hataroztam meg ezzel a modszerrel (3. 4bra).

Osztaly szam Osztaly szam Osztaly szém Osztaly szam
|
52 + I ———— ¢ ;;
of 3 5 [ — 2 7
7 63 13 — B [
474 52 ;i al [ | [ ]
23 2 s 66 it
7 | E) — 33 =i
7] 51 [ | [ 3 [ ]
12 18 ] 9 B ig
- + I 1 ]
i 3 0 o 6 mozgas|| . — 5o [ T
- . 100 20 30 A 60 mozg
o [ S —
| (L —
1.'.{
10
55 [ g2 | —
11- [ 17, Osztaly szm
1 [ E—
46 [ L) =
oy 2 — m .
® ] b — 5
- 1 — 1 o]
37
so- p o B 0 A i 7 d
G- l:] ﬁl-: 10 20 30 40 500 60 0 8 mozgas
a- 'J.("I
- |
19- [ L —
24 3 I
5- - 10 20 30 40 a0 60 mozgés
10 20 30 4 Al 6l mozgas

3. dbra. Az osztdlyozds sordn létrejott mozgasmérték osztalyok és mozgdsintervallumaik

Legyen P; egy tetszOleges tulajdonsag, j € N. Hasznaljunk Osszehasonlito operatorokat
allitisok definidldsdra a megfeleld hipersikot érintéen. Példaul P; < 20 azt jelenti, hogy az
allitds igaz, ha P; < 20. Definidljunk egy produkcios szabalyt, mint ezen allitasok logikai
formulajat, f: P — {igaz, hamis}. A produkcids szabaly a becsiilt osztalyokra is utal. Ezért a
szabalyaink halmazat ugy formalizalhatjuk, mint (f;, ¢;) parok R halmazat, ahol a f; egy logikai
formula az audidjellemzok tartomanyan, €s ¢; a megfeleld osztaly. Az osztalyozasi folyamat
soran egy minta tobb osztalyba is tartozhat.

A kovetkezo 1épésben a 0-15 pixel, 0-25 pixel és 25 pixelnél nagyobb mozgasi amplitidok

eseteire 3 fO mozgascsoportot hataroztam meg, amelyek a korabban leirt 74 osztélyt
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tartalmazzak. A negyedik — 50 pixelnél nagyobb — mozgasamplitiddju csoport ebben a

szakaszban csak néhdny mintat tartalmazott, ezért nem vettem be a vizsgélatba.

Ha egy hangminta tulajdonsagértékei megfelelnek a 74 kisebb (al)osztaly barmelyikének
szabalyainak, akkor a mintat az osztalyba tartozonak tekintettem. Egy alosztalyba tartozas ténye
becslést ad a minta maximalis fliggéleges fejmozgasara, mivel minden alosztaly a harom nagy
mozgascsoport egyikéhez tartozik. Ezek 6sszegével a modszer jelenleg a mintak 76 %-anal ad

becslést a maximalis fiiggdleges mozgasra.

Példaul, ha egy mintabol kinyerheté hanginforméciods értékek P; — P5, (amint az a fiiggelék 1.
tablazataban lathato), akkor amennyiben Pg > 160, Pg < 70, és P, > 200, Gigy a minta a 74-
bol a 17. alosztalyba, az pedig a 25 pixelnél kisebb méretii mozgasok fécsoportjaba tartozik.

A produkcids szabalyok a 74 osztadlybol 13-ban tartalmaznak "vagy" és "és" operatorokat, a

tobbi osztalyban pedig csak az "és" operatort.

Természetesen minden osztalyozasi moédszer érzékenyen reagal a kieso értékekre. Jelen esetben
egy mintat akkor tekintek outliernek, ha az bar megfelel egy adott alosztily szabdlyanak,
azonban a mozgasintervallum tekintetében kiugrd (azaz a mozgés tartomanya nem tartozik
annak a fécsoportnak a mozgasmértékéhez, amelyhez az alosztaly tartozik). A szabalyokban
szerepld, az adathalmaz megfigyelésével meghatarozott konstansok értékeit gépi uton
korrigéltam a szabdlybézist alkoté mintdkra azzal a kivanalommal, hogy értékiikkel a lehetd
legkisebb szamu osztalyozasi hiba (outlier) legyen a halmazon [S3]. A kiigazitas példaja a 4.

abran lathato.

Téves becslések szama

Helyes becslések szama

5
P6 > 160 60 P8 <

4. abra. Példa egy osztalyszabaly konstansainak beallitdsara
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Mig a 4a. abra egy példan keresztiill a helyesen becsiilt mintdk szdmat mutatja az
osztalytulajdonsagok tényleges értékével, addig a 4b. abra a tévesen besorolt mintadk szdmat
mutatja ugyanezen tulajdonsagértékekkel. Lathato, hogy az értékek kivalasztdsa soran a Py >
160, és Pg < 70 ésszerl, mivel a helyesen becsiilt mintadk szama az esetben eléri a 20-as értéket,
mig a tévesen besorolt mintak szama tovabbra is a minimumon marad. A kiigazitast ugyanezzel

a modszerrel végeztem el a tobbi 73 osztaly esetében is.

A harom f6csoport alatti kisebb, egymassal atfedésben allo 74 osztaly az egyes jellemzokben —
figyelembe véve, hogy egy minta egynél tobb osztalyba is tartozhat — hasonldak a biklaszterezés
[8] vagy a kapcsolt kétiranyt klaszterezés [18] moddszereiben hasznalt entitasokhoz. Ezen
modszereknek €s az altalam megvalositott modszernek is kozos jellemzdje, hogy hasonlo
jellemzokkel rendelkezé mintdk részhalmazait vagy csoportjait talaljak meg, ahol az adott
csoport a rendelkezésre allo jellemzOk egy részhalmazanak intervallumaval irhat6 le.

Esetemben a hasonl6 jellemzd minden ilyen csoportban a mozgas amplitadoja.

A fentiek szerint kialakitott csoportok mozgasértékein egy skalazast hajtottam végre. A 0-15
pixeles focsoportba tartozé osztalyba tartoz6 mintakat 7 pixelre, mig a csak a 0-25 pixeles
focsoportba tartozo osztalyba tartoz6 mintakat 13 pixelre skaldztam (az osztalyalkoté mintak
mozgasanak medianja). A 25 pixelnél nagyobb mozgascsoportba tartozé mintak 36 pixelre
lettek skalazva. Ha egy minta egy olyan osztalyba tartozik, amely a 0-15 pixeles mozgasméretii
focsoportba tartozik, de emellett egy olyan osztdlyba is amely a 0-25 pixeles fécsoportba
tartozik, akkor a sziikebb csoportot tekintettem relevansnak (mivel értelemszerlien ez adja a

pontosabb mozgasmérték becslést).

Az 5. 4bra attekintd formaban bemutatja az osztalyozasi folyamat fent ismertetett 1épéseit.
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Audié input

Jellemzdk kinyerése

Hangjellemzék (P1, .., P32)

; Osztalybatartozas meghatarozasa

Osztdly cimkék

Qutlierek kiszdrése

SzOrt osztély cimkék

l A legszikebb osztdly kivilasrtésa

A legszikebb osztaly

Mozgésmeérték becslés

Becsult amplitudok

5. dbra. Az osztalyozas folyamata

1.3 Eredmények és a kialakitott rendszer vizsgdlata

1.3.1 A pontosség és az ujdonsag jellemzése

Néhany korai fejmozgas-szintetizald modszer 1-2 alany fejmozgas mintait klaszterezte [11], és
minden egyes klaszterhez Rejtett Markov Modellt tanitottak [21], [20]. Korabbi kutatasok
azonban kimutattak, hogy a mozgéasgeneralas elsd 1épéseként a képkockak szerinti klaszterezés
nem a legjobb megkdzelités [35]. Az altalam megvaldsitott osztalyozasi megoldas — a fentiek
szerint — nem ilyen médon alkalmazza az osztalyozast. Fontos fejlesztési eredményem emellett
az is, hogy jellemzdi okan barmely fejmozgés-generalasi eljaras kiegészithetd az osztalyozasi
eljarasommal (végso 1€pésként), amennyiben a generalt mozgasamplitidok skalazhatok egy, az

osztalyozasi modszerrel szamitott konstans értékkel.
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Voltak mas kisérletek is (bar nem ezzel a céllal) a fiiggéleges fejmozgas amplitiddjanak
implicit becslésére. Ezek pontossaga a generalt mozgas amplitidojanak €s a referencidnak az
aranyabol szamithato [63], [19]. K6zos jellemz6jiikk azonban, hogy a generalt fejmozgasokat
néhany alany segitségével konstrualtdk, €s hogy a szintetizalt mozgas amplitiddja és a
referencia kozotti szorzé egy mondatos intervallumban a bemutatott példakban is 2-10 kozott
valtozott. Ez az arany akar a 60-at is elérheti [24], és Matthews és szerzétarsai legujabb
eredménye [35] példajaban 7 koriil adodott. Fenti szerz6k jovobeli célja, hogy modszeriik
altalanositasi lehetdségeit keressék, és a korpuszukon kiviili beszéldket is becslést adjanak.
Egyes modszereknek a becslés kezdetétdl [19] vagy a fej korabbi pozicidjabol [21] szarmazod
referencia vizualis informaciora is sziikségilk van. Zhou és tarsai [66] egy olyan
mozgasgeneralasi modszert épitettek fel, amely kiilonbozik a fent emlitettektdl, mivel csak egy
vizualis képkockat haszndl, azonban csak az ajak (és kornyéke) mozgasgeneralasara koncentral,
¢s egyéb korlatozasokkal rendelkezik. Ezzel szemben az altalam javasolt osztalyozéasi modszer
kiilonboz6 alanyokra épiil, és nem hasznal vizudlis informacidt a fejmozgas becsléséhez. A
modszer altalanosan alkalmazhato voltdhoz hozzajarul a fenti jellemzd, miszerint a rendszer
kiilonboz6 alanyokra épiil fel, és tesztmintdk altal bizonyitottan a korpuszon kiviili alanyok
esetében is milkodik azokban az esetekben, amelyekben a hangérték beleesik valamely
osztalyba. Kivételt képeznek ez alél a magas érzelmi toltési esetek — ez a modszer
tovabbfejlesztésének egy potencidlis irdnya lesz. A megoldas jelen valtozatanak legnagyobb
becslési hibdja — helyes osztilyba sorolds esetén — a mas, ismertetett modszerekkel
Osszemérhetd 8-10-es szorzot érheti el legrosszabb esetben, alahtizand6 viszont, hogy mindezt
— a tobbi megoldassal ellentétben — vizudlis informacid felhasznaldsa nélkiil elérve. Ezen
emlitett maximalis hibaszorz6 abban az esetben 4ll fenn, ha a mondatban a legnagyobb
amplitddé minimalis (1-2 pixel), mikdzben a minta csak a 0-25 pixeles mozgasintervallum-
csoport egyik osztalyaba sorolhatd, mikozben a 0-15 pixeles mozgasintervallum-csoport egyik
osztalydba sem. Az amplitadok ez esetben ugyanis ugy keriilnek skalazasra, hogy a maximalis
amplitado érték 13-ra adodjon (a 0-25 pixeles csoport miatt). Ilyen esetek a mintak kevesebb,
mint 12%-aban fordulnak eld. Tovabba az esetarany tovabb csokkenthetd, ha tobb osztalyt
hatarozunk meg a 0-15 pixeles (vagy még sziikebb) tartomanyban — csokkentve annak az
esélyét, hogy egy minddssze néhany pixeles mozgast mutatd minta csak a 0-25 pixeles

intervallumcsoportba keriiljon.

Egy tovabbi eredmény a teriileten [29] egy olyan kutatocsoporthoz kothetd, akik egyrészt

felhasznalnak szdjmozgast (mint az el6zé példaban), illetve egyes kivalasztott alanyok
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fejmozgasat is, ¢és ezekbdl daltalanositanak. Ez tobb szempontbol természetes mozgast
eredményez, azonban példaul a tanitdémintak kozotti nagy fejmozgasok (€s feltehetéen egyéb
specialis jellemzok) egyes esetekben természetellenesen nagy mozgast eredményeznek.
Megjegyzendd, hogy ez javithaté lenne az altalam megvalositott osztalyozasi megoldas

korrekcios fokozatként torténd alkalmazasaval azon modszer végsd fazisaként.

A fenticket 0sszegezve, modszeremben a generdlt mozgas és a referencia amplitiddjanak
aranya O0sszehasonlithaté a legujabb mas kutatasokkal, mikozben — azokkal ellentétben — nem
hasznal vizualis informaciot (amely nagyban korlatozna felhasznalhatosagat), az alanyok
tagabb korén miikoddképes, tovabba a megoldas nem korlatozodik a jelenlegi allapotara, hanem

Uj osztalyok meghatarozasaval tovabbfejlesztheto.

A vizudlis informécio nélkiili mozgasgeneralasi megoldasok koziil egyik ismert eljaras sem
mutat a fentiekkel 6sszemérhetd pontossagot ill. hibaaranyt. Ezek esetében a talzott amplitudo
mellett szintén tipikus kimeneti hiba, hogy adott alanyok esetében nulldhoz kdzeli amplitadot
generalnak [66], [33]. A mozgasgeneralas mindkét tipusu hibdja csokkenthetd az altalam
javasolt osztalyozasi mddszerrel akar ezen més eljardsokhoz csatoltan is, az adott megoldas
kiegészité fazisaként végzett automatikus amplitidd korrekciés moduljaként alkalmazva.
Emellett a vizualis informaciot hasznald megoldasok kimenetének javitdsara is ugyanigy

felhasznalhatd.

A fentieken tilmenden vizsgaltam moddszerem egyéb tovabbfejlesztési lehetdségeit is. Ilyen
példaul, hogy amennyiben egy minta a 74-bdl tobb osztaly szabalyainak is megfelel, akkor
eredményként megadhatjuk ezen osztalyok legrovidebb mozgasintervallumanak kozepét. Ezzel
a modositassal a 0-25 pixeles mozgasintervallum-csoportba tartozo osztalyok mintainak 14%-
anal, a 25 pixelnél nagyobb mozgésintervallum-csoportba tartozé osztalyok mintdinak 42%-
anal a lehetséges mozgasintervallum tovabb zsugorithatd, mindkét esetben tobb, mint 12
pixellel. Bar ez a valtozat egy plusz sziikséges 1épést ad az amplitudoskalazashoz, nagyobb

pontossagot eredményez.

1.3.2 Az egész osztalyra kiterjed® erds korrelacioé és annak kévetkezménye
A legalabb 10 mintaval rendelkezd 42 osztaly esetében az osztalyt alkotdé mintdkra felirhatd

egy az osztalyra jellemz6 paraméterarany (pl. P,-/P,/P;9), ahol az arany értéke és a mozgas
kozotti linearis korrelacid az osztaly elemeire jellemzden 0,9 feletti. Ennek a korrelacios
egyiitthato értéknek az atlaga a 42 osztalyra vonatkozdan 0,8758, a maximuma pedig 0,9979

volt vizsgalataimban.
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Ennek gyakorlati jelentdségét egy példa kapcsan ismertetem a kovetkezOkben. Tartozzon az
ismeretlen mértékli mozgassal rendelkez6 hangminta abba az osztalyba, ahol a 0,9-es korrelacio
a mozgas ¢és a P,; /P, /Py, az osztalyra jellemz6 arany adta érték kozott. Ebben az esetben az
arany értéke €s a linearis kapcsolat pontosabb mozgastartomany-becslést ad az adott minta

szamara, mint amennyit az osztalyba tartozads 6nmagaban adna.

A fentiekkel szemben olyan tovabbi jellemz6t tapasztaltam vizsgalataim soran, hogy amikor
ugyanazokat a tulajdonsagokat a produkcids szabdlyrendszer két kiilonalldo osztalyanak
egyesitése utan vizsgaltam, a korrelacios érték 0,03-0,1 koz¢ esett, és az adatbazis egészét
tekintve jellemz6en 0,05 volt. Ez a jellemz6 pedig a jelenlegi osztalyozas és az azon beliili

egyes osztalyok érvényességét tamasztja ala.

Ben Youssef és szerzétarsai [5] a CCA (Canonical Correlation Analysis) segitségével 0,2 korili
korrelaciot ért el a beszéd és a fejmozgés jellemzo6i kozott a kisszdmu alany esetében. Egyes
kutatok [24] korabban azt allitottak, hogy altalanos jelleggel csak 0,07-0,08 koriili korrelacios
érték mutathaté ki hang ¢és fejmozgas kozott. Yehia és tarsai [63] ezzel szemben erds
korrelaciorol szamoltak be az intenzitds és a fejmozgads kozott, azonban Ben Youssef ¢és
munkatarsaihoz hasonléan csak kisszdmu alany esetében, rdadasul a kapcsolat erdssége
mondatrol mondatra valtozott, és a fejmozgas becslése az intenzitdsbol rosszabb eredményeket
mutatott, mint az intenzitds becslése a mozgasbol (atlagosan 0,37 korrelacids egyiitthatod).
Ezeket az eredményeket figyelembe véve, Osszegzésként megallapithato, hogy a beszéd- ¢és

mozgasjellemzok kozotti képkockankénti globalis korrelacid gyenge.

A korédbbi szerzOk korrelacios modszere (CCA - kanonikus korreldcios elemzés) eltér az
esetemben hasznalt Pearson-féle korrelaciés matrix szamitasatol, raadasul én a maximalis
mozgas amplituddjaval Osszevetésben vizsgaltam az adatokat. A gyenge ,,globélis” (azaz
alapvetd hangjellemzOkre a teljes adatbéazisra igaz) korrelacidéra vonatkozo megallapités
azonban egybevag az altalam kapott eredményekkel, hiszen az én tapasztalataim is azt mutattak,
hogy az adatbazis-szintli altaldnos kapcsolat az alapvetd beszédjellemzék ¢és a
mozgasamplitadoé kozott gyenge (jellemzden 0,05). Ezzel szemben azonban én szarmaztatott
beszédinformaciok felhasznalasaval osztalyszintli erds korrelaciot talaltam, ezzel kimutatva,
hogy meghatarozhatdk olyan szarmaztatott hangjellemzdk, amelyekkel adott csoportba tartozé
mintdk esetében ezek, és a mintdk mozgésa kozott erds linedris korrelacios kapcsolat van

(legalabbis a maximalis mozgasmértékre vonatkozdan).
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Mindezen feliil, ez megerdsiti az altalam létrehozott/alkalmazott, szarmaztatott
hanginformacios jellemzok és az ezeken alapul6 osztalyok 1étjogosultsagat is. Hozzatéve, hogy
tovabbi osztalyok meghatdrozasa a rendszer jellemzOibdl adéddan tovabb ndvelné a
mozgasamplitido-becslési pontossagot nem pusztan a korrelacios kapcsolat fent ismertetett
felhasznalasabol adodo, de az ettdl fiiggetlen, csak az osztalyba tartozason alapuld becslési
modszer esetében is. Megjegyzendd itt, hogy ezzel ellentétben az osztalyok Osszevonasa

nyilvanvaloan csokkentené azt.

1.3.3 Az osztalyok szama csokkentésének vizsgalata
Mivel az ismertetett modszer szerint az osztalyba soroldsok az elére definialt szabalyok alapjan

automatikusan meg tudnak torténni, igy nem jelent problémat az osztalyok szdma. Ugyanakkor

célszerli volt elemezni ennek lehetdségét, illetve ennek hatasat.
1.3.3.1 Els6 modszer

Az elemzés soran minden két osztidlyt minden lehetséges kombinacidoban parositottam, €s
minden egyes kdzos paron klaszterezést és validalo eljarast végeztem. A klaszterezési eljaras

elott a parokon dimenziocsokkentést futtattam le.

Az 0sszekapcesolt matrix-parokon végzett klaszterezést megel6zé dimenzidcsokkentd technika
a Landmark Isomap [44], ennek kimenetén pedig NPE volt (tehat két dimenzidcsokkentd
modszert alkalmaztam). A két eljards dimenzidszama harom ¢és kettd volt (nagyobb
dimenzidészam nem volt lehetséges, mivel a vizsgalt bemeneti osztalyok valtozoinak szama

jellemzben 4-5).

A csoportositasi modszer a két dimenzidcsokkentd eljaras utan az single linkage a legrévidebb

tavolsag modszerével €s az euklideszi tavolsag volt.

A vizsgalat folyamata: Legyen a ténylegesen vizsgalt par matrixa A és B. Ezt a ténylegesen
vizsgalt két matrixot Osszekapcsoljuk. Legyen az 0Osszekapcsolt par matrixa C, és a
dimenzidcsokkentett C matrix D. Minden ilyen D matrix vizsgalatakor explicit modon
megadunk egy csoportszamot a Single linkage eljarasnak. Ez a csoportszam 1-t61 15-ig fut a

vizsgalatban.

Az optimalis entitdsszam az a csoportszam lesz, amelyet a Gap validacios index [58]
optimalisnak jelez. Ha az optimum egy, az azt jelenti, hogy a két, vizsgalat okan dsszekapcsolt
osztaly egyesithetd. Ezzel szemben, ha az optimum példaul 7, azt jelzi, hogy az aktualisan
vizsgalt kétosztalyos adatok 7 részre csoportositdsa optimalis az index szerint. Ez az optimum

a parok 99,7 szazalékdban 2 és 15 kozott valtozott, és csak a fennmaradé 1,3 szédzalékban volt
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1 (és az ilyen esetek csupan 1/3-a tartozott egy adott osztalyba). Ezen eredményekbdl is az a

kovetkeztetés vonhato le, hogy az osztalyok dsszevonasa nem ésszerti.

A Gap-validaciot elsésorban amiatt valasztottam, mivel az egy csoportba tartozd adatok
Osszehasonlitasat tekintve ez a mutatdé mutatja meg a legpontosabban, hogy az adatok egy
entitashoz tartoznak [58]. Az index mellett tovabbi érv volt, hogy egy masik [16] Kimutatta,
hogy ez az index a csoportok adatai kozotti legrovidebb delta-tavolsag esetén is a valoshoz

legkdzelebb allo, ill. a legkisebb csoportszdmot eredményezte, ami megfelelt a feltételeinek.
1.3.3.2 Masodik modszer

A fent emlitett modszer mellett az Gsszes osztalypart nemcsak a Gap-indexszel, hanem a
Davies-Bouldin- [10], valamint a Calinszki-Harabasz-indexszel [6] is vizsgaltam. A vizsgalati
modszer — az indexeken kiviil — ugyanaz volt, mint korabban. Mind a Davies-Bouldin-index,
mind a Calinszki-Harabasz-index minden vizsgalt osztalypar esetében a 2-15 optimalis
csoportszamot jelezte, ami megerositi a fenti kovetkeztetést, hogy az osztalyok Osszevonasa

nem indokolt.
1.3.3.3 Harmadik modszer

Az olyan klaszterezési/csoportositasi technikdk esetében, amelyek a tér sok részhalmazat
eredményezik (mint megoldasomban), a paros validalas egy gyakori validalasi technika. Ezen
tul azonban az eredményeket ugy is megvizsgaltam, hogy a teljes mintaadatbazist egy ismert
eljaras bemeneteként hasznaltam. Ebben az esetben mind a single linkage, mind a k-k6zépponta
klaszterelemzési (k-means) eljaras a bemeneti paraméter altal megengedett maximalis
entitdsszamot eredményezte, szinte az dsszes fent emlitett index és kritérium szerint. Két kivétel
koziil az egyik volt a sziluett validacié euklideszi tavolsaggal; azonban még ebben az esetben
is 5 volt az optimalis csoportszam, és a sziluett azonos szamu és méretli pozitiv és negativ
csucsokat tartalmazott. Igy ez a kritérium nem adott j6 eredményt. A masik kivétel a teljes
adatbazist két mintatol eltekintve egy csoportnak tekintette. Rdadasul ez a megolddsomhoz
hasonlo6 hibaaranyli mozgasosztalyozast sem produkalt. Ez a hibaardny — amely modszeremben
jelenleg 13 % — talan a legfontosabb mérdszam, amikor a produkcios szabalyrendszert barmely

mas eljarassal 6sszehasonlitjuk.

1.3.4 A validalasi eljarasok eredményeinek dsszehasonlitasa
Az elsé €s masodik vizsgalati modszerben leirt lehetséges kontrakcioelemzést figyelembe véve

fontos megjegyezni, hogy a harom index koziil kettd nem jeldlte optimalisnak az explicit

kontrakciokat, mig az egyik index csak az esetek 1,7 szazalékaban jelolte optimalisnak az
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Osszevonast. Tovabba, ha egy potencialis sziikités barmelyik modszer vagy index szerint
lehetséges vagy optimalis, akkor annak nem lehet mas elénye, mint a kisebb osztalyszam,
mikodzben lehetséges hatranyai is vannak. Ezek koziil az els6 a produkcids szabalyok hosszanak
novekedése. A masodik a megoldas lehetséges tovabbfejlesztésének megvalosuldsa esetén
meriilhet fel. Ebben az esetben ugyanis — a focsoportok hasznalata nélkiil — a mozgastartomanyt
csak a 74 alosztalyba tartozas hatarozna meg, Gsszevonassal pedig ez a tartomanyszélesség

novekedne, igy a becslési pontossag ebben az esetben romlana.

A harmadik modszer, amely a teljes adatbazist adta bemenetiil a jol ismert csoportositasi

technikdkba, nem tudott az enyémhez hasonlé eredményeket produkalni.

1.3.5 A valtozdék szamanak vizsgalata
Az osztalyok szabdlyrendszereit alkotd valtozok szdmanak (29 alap- és szdrmaztatott adat

egylittesen) lehetséges csokkentése érdekében eldszor két linearis modszert, fékomponens-

analizist [25] és faktoranalizist [45] vizsgaltam.

Mivel a faktoranalizis nem vezet be 1j, fliggetlen valtozokat, hanem az eredetiek értelmezését
teszi lehetdvé azok kozos faktorai révén, a produkcids szabédlyok egyszerlsitésének egyik
lehetdsége, hogy valtozdikat a kozos faktorokkal helyettesitjiik. Emellett, ha a szlikitésre jelolt
szabalyparok valtozoit faktorokkal irjuk fel, lehetséges osztaly-Osszevonasok is konnyebben

lathatova valhatnak.

Ebbdl a célbol faktoranalizist alkalmaztam azokra az osztalyokra, amelyek legalabb 7 mintét
tartalmaznak. Az osztalyonként jellemzden 4-5 valtozobol a specifikus variancia minden
osztalyban legfeljebb egy valtozo esetében volt 0,1 alatt, tehat a valtozok variancidjanak nagy
szazalékat minden osztalyban csak egy esetben lehet ezzel az eljarassal lefedni. A specifikus
variancidk osztalyonkénti atlagainak minimuma 0,29 volt, mig a teljes specifikus variancia
atlaga 0,5367-ként adodott. Ezek okéan a valtozoszam faktoranalizissel torténd csokkentése nem

ésszery.

Fékomponens-analizissel (PCA) az osztalyok valtozoit osztalyonként 1-2 fékomponenssel
lehet lefedni. Hatranyként mertil fel azonban, hogy vizsgélataim szerint a rekonstrualt értékek
25-100%-o0s eltérést mutatnanak az eredetitdl (ami tulzott hibat adna a rendszerhez), és az
eljaras fékomponensként értelmezhetetlen valtozokat is bevezetne. igy a PCA alkalmazasa erre

a rendszerre nem ésszerd.

Néhany nemlinearis modszer esetében — GDA (Generalized Discriminant Analysis) [4], NPE

(Neighborhood Preserving Embedding) modszer [32] és LLC (Locally Linear Coordination)
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[40] — azt vizsgaltam a szokasos paramétereikkel, hogy a kimenetiikon k-means CA vagy
linkage eljarasok alkalmazasaval megvalosithato-e a hanginformaciokbol torténd a
mozgasmérték osztalyozas. A dimenziok szdma mindharom eljaras esetében 2, 4, 6 és 8 volt.
A GDA esetében a kiegészitd paraméter a Gauss-kernel volt, mig az NPE esetében 12
szomszéd. Az LLC modszer — Locally Linear Coordination — alkalmazasakor a paraméterek 12
analizator és 200 iteracié voltak. Ertékelési, validacios kritériumokként minden esetben a Gap
[58], Davies-Bouldin [10] és Calinszki-Harabasz [6] eljarasokat alkalmaztam. A modszerekkel
nem sikeriilt kiilon mozgasmérési osztalyokat 1étrehozni, kivéve a GDA dimenziocsokkentést,
amelyet linkage vagy Kk-means csoportositas kovetett sziluett vagy Davies-Bouldin
validacioval. Ezekben az esetekben, kiillonbdzé GDA dimenzidoszamok mellett, tobb mint 100
mintabol allo csoport alakult ki, jellemzéen 20 alatti mozgasmértékkel. Ez azonban — az
ismertetett osztdlyozasi megoldassal ellentétben — nem tudott ezen az egyen kiviil mas

mozgasintervallum osztalyokat 1étrehozni, és nem tudott annyi mintat csoportositani (~30%).

1.3.6 Tézis
A fejezetben ismertetett eredmények alapjan az aldbbi 0j tudoményos eredményeket

fogalmaztam meg.

1. Tézis: Kidolgoztam egy kizarolag hanginformaciokat felhasznalo, szabalyalapt osztalyozasi
modszert, amely képes a fejmozgas mértékét kelld pontossaggal becsiilni. A moddszer a
betanitdsban nem szerepld alanyok mozgasanak tartomanyat is képes becsiilni.
Bebizonyitottam, hogy képezhetdk olyan hanginformacidés paraméterek, amelyek mind a
mozgasmérték osztalyozasat, mind pedig a hang és a fejmozgas kozotti korrelaciot tekintve
jobb eredményt adnak, mint a hagyomdnyosan alkalmazott hanginformacids jellemzok.
Igazoltam, hogy az altalam megalkotott osztdlyozasi eljaras jelen struktardjaban megfeleld
megoldast ad. A moddszer az A&ltalam vizsgalt esetekben jobb megoldast ad, mint a
dimenziocsokkentéssel timogatott valtozat, illetve a gyakorlatban hagyomanyosan alkalmazott

eljarasok.

Kapcsolodé sajat publikaciok: [S1, S2, S3]

1.4 Outlierek észlelése

Egy minta akkor tekinthetd egy osztalyon beliil kiesonek (outliernek), ha hanginformacios
értekei megfelelnek az adott osztaly szabalyanak, azonban mozgést tekintve nem tartozik az

osztaly mozgasi intervallumdba. Az ilyen mintdk esetében a rendszer téves mozgasamplitiido-
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becslést adna, ezért automatikus kizdrasuk az osztalyszabalyban nem szerepld jellemzdik
alapjan indokolt. E cél elérése ¢és a fenti eredmények tovabbi javitdsa érdekében a kdvetkezd

automatikus outlier-detektalasi mechanizmust alkottam meg.

1.4.1 Oultlierek észlelésének szabalybazisanak meghatarozasa
Az osztalyozasi megoldas jelenleg 905 mintabdl 217 esetben nem tud becslést adni. A tobbi,

jelenleg kezelt 688 mintat illetben az esetek 87 szazalékaban helyesen osztalyoz, 13
szazalékban pedig tévesen. Outliernek ezen mintak tekinthetok. A fent emlitett 13 szazalékos
téves besorolasi arany az outlierek észlelése nélkiil értendd, amit a kdvetkezo outlier detektalasi

eljarassal csokkentettem. A javasolt detektalasi eljaras a 6. abran lathato.
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6. abra. A kiugro értékek felismerésének eljarasa

Az elsé 1épésben vesziink egy A osztalymatrixot, amelynek elemei m,, m,, ... Ezt kiegészitjiik

a mty, mt,, ... outlier detektalas-tanuldsi mintadkkal, amelyek szintén megfelelnek az osztaly
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szabéalyanak. (Ezen tanitomintakbol néhany outlier, néhany nem.) igy rendre egy B matrixot
konstrudlunk minden A matrixbol, azt egy mt mintaval kiegészitve. Ezekben a matrixokban a
D1, P2,... hanginformacios értékek (tulajdonsagok) koziil minden lehetséges kombinéacidoban 10-
et valasztunk ki, C matrixokat megalkotva (a ténylegesen kivalasztott 10 tulajdonsag

elnevezése: q1,q2, ...,q10).

Az 6. dbran, amely a kiugro értékek felismerésének eljarasat ismerteti, mh, a Mahalanobis-
tavolsag C matrixban a q1: q10 hanginformaciés tulajdonsagvektorra m1 oszlop esetében, ahol
ml az elsé minta. Hasonloképpen, mh, ugyanez a masodik minta esetében stb. Eu; az
euklideszi tavolsag C-ben g1 ...q10 els6 oszlop értékei (1. minta) és a tobbi minta azonos
01:q10 indext értékei kozott. Eu, ugyanez a matrix masodik oszlopanak értékei esetében stb.

Seu; pedig std(eu;) és ms; = mh;/seu;.

A C matrixban az ms;, ms, elemek, amelyeket az eredeti osztaly matrixbol kaptunk, és ms,
aktualis mintabol kapott elem egyiittesen MS vektort eredményezik. Amennyiben ms, elem
értéke MS minimuma vagy a maximuma, akkor az adott q1, ..., g10 tulajdonsagazonositokat
megtartjuk. Ahhoz, hogy egy adott q1,...,q10 tulajdonsagazonositd kombinacio (példaul
P1,P3, Pa» Pgs P10, P13,P19, P20, P22, P23) €rvényesnek legyen tekinthetd, két feltételnek kell
teljesiilnie. Az elsd, hogy tobb osztalyra legalabb 4 outlierre legyen igaz, hogy az ms, elem
(amelyet az aktualis elemhez szamolunk q1,...,q10 kombinacioval), a minimum vagy a
maximum értéket képviseli a sajat osztalya altal eldallitott MS vektorban. A masodik feltétel
az, hogy ugyanaz az ms, ne legyen egyidejlileg minimum vagy a maximum egyik ugyanazon
ql, ...,q10 tulajdonsagvektorral rendelkezd osztdlyban sem, ahol az adott minta nem outlier.
Ha a két fenti feltétel egyidejiileg teljesiil, €és igy egy g1, ..., q10 kombinacio6 érvényes, akkor
minden egyes MS vektorra, amelyet ebbdl egy jovobeli vizsgalati mintara és az osztaly
alapmintaira szamitunk, a vizsgalt minta outliernek tekinthetd, ha az ms,, elem minimalis vagy

maximalis MS-ben.

Megvizsgaltam, hogy a modszer hany kiugro értéket tud lefedni a legalabb 10 elemii
osztalyokban, felhasznalva azt a kortilbeliil 450 tesztmintat, amelyet nem hasznaltam fel az
osztalyszabalyok kialakitasanal. A 25 pixelnél kisebb mozgasamplitaddju elemek osztalyaiban
29, az ennél nagyobb mozgasamplituddju elemek osztalyaiban pedig 23 volt a kiugrd értékek

szdma (tehat 29 és 23 volt a maximalisan detektalhat6 outlier).

Azt is megvizsgaltam, hogyan valtoznak az eredmények, ha nem 10, hanem 5, 7 és 12

hangtulajdonsagot tartalmazé kombinaciokat valasztok, valamint azt az esetet is, amikor 10
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hanginformacios tulajdonsag esetén az MS vektor elemei a kovetkezOképpen kertlilnek

kiszamitasra: ms; = (mh; — seu;)/mh; nem pedig ms; = mh; /seu; formaban.

Az 7. abra a fenti 25 pixeles mozgasmértékli osztalyok esetét mutatja outlierek tekintetében. A
fliggdleges tengelyen lathatd az outlierek szdma, amelyeket a kombinaciok dsszessége lefed
(V). A vizszintes tengelyen azon kovetelmény szamszer(i értéke lathato (U), hogy minden
tulajdonsdgkombinacionak legalabb hany outlierben kell el6fordulnia. Az dbréan lathato esetben
a kombinaciokat 5 hanginformacios tulajdonsagbdl valasztottam ki (ql,...,g5), ms; =
mh; /seu; MS vektorelemeket hasznalva. Lathatd, hogy még azzal az — eredetinél szigorbb —
kovetelménnyel is, hogy minden tulajdonsagkombinacionak legaldbb 15 outlierben kell
eléfordulnia (mikdzben nem fordulhat el egyetlen nem kiugréoban sem), a modszer mind a 29

outlier kimutatasara képes volt.
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7. dbra. Az outlierek észlelési paramétereinek bedllitasa

A 25 pixel alatti mozgasméretli osztdlyok esetében a legjobb eredményt szintén ms; =
mh;/seu; formaban értem el, de 10 elemkombinacioval. Ebben az esetben azonban a
maximalis szdmu outliert (itt 23) tigy lehet lefedni, hogy a kombindciok elvarasként 5 outliernél

fordulnak el6.
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1.5 Az eredmények dsszegzése

A fentickben a fiiggéleges fejmozgas amplitidojanak hanginformaciokbol torténd
osztalyozasara szolgaldo moddszert mutattam be. A moddszer eldnye, hogy — mas
megkozelitésekkel ellentétben — nem igényel eldzetes mozgdsmintdkat az alanytol, és a

létrehozas jellegébdl adéddan alanyok tag korére is miikddik.

Az osztalyozasi megoldas jelenleg a vizsgalt mintdk nagy részében (76 széazalé¢kdban) adott
megbizhatd becslést a maximalis mozgas amplitidojara pusztan a hang alapjan. Ez az arany —
az eldtanitason alapuldé modszerekkel ellentétben — tovabb ndvelhetd a tér nem lefedett részeit
tartalmaz6 10 osztalyok definidlasaval, illetve a becslés pontossiga ndvelhetd kisebb
mozgasintervallum-osztalyok megalkotasaval. Azokra az esetekre, ahol az osztalyozasi
modszer jelenleg képes becslést adni, a megoldas 87 szdzalé¢kban jo becslést ad, mindennemii
outlier detektalas nélkiil. A mddszer javitdsanak céljaval kifejlesztésre és bemutatasra kertilt
altalam egy olyan outlier detektalasi eljaras is, amely a fent ismertetettek szerint ezt tovabb
javitja. (Segitségével a helyes becslési arany akar 100 szazalékra is novelhetd vizsgalataim

szerint.)

Az értekezésben ismertettem az altalam kidolgozott eljarast, annak hasznalatahoz sziikséges
hanginformacié kinyerését, az osztalyok létrehozasanak modszerét és a csoportok
tulajdonsagait, felhivva a figyelmet az osztidlyokon beliil elérhetd magas hang-mozgas
korrelacios értékekre is, amelyek tovabbi lehetdségeket kindlnak. A fentieken tul a mddszer
mas megoldasokkal valé Osszehasonlitdsat, hatékonysagat és az eljaras fejlesztéseit is

targyaltam a dolgozat el0bbi fejezetiben.

Osszességében megallapithatd, hogy a javasolt osztalyozasi eljaras az esetek jelentds részében
javithatja a fejmozgas-generdld moddszerek kimeneteinek természetességét, azaltal, hogy
lehetdséget ad az osztalyozas alapjan, végsd fazisban torténd amplitidod korrekcidra, mindezt

olyan formaban megvaldsitva, amely nem igényel vizualis informéciot.
1.6 Tézis

2. Tézis: Megalkottam a mozgasmérték osztalyozasi eljaras hatékonysaganak novelése céljabol
egy a kieso értékeket hatékonyan kisziirni képes, Mahalanobis és euklideszi tavolsag egyiittes

hasznalataval operalo outlier-detektalasi eljarast.

Kapcsolodo sajat publikacié: [S3]
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2. Hisztogramsziirésen alapulé siilyozott median zajsziirési eljaras

2.1Bevezetés

A Leggyakoribb Erték, vagy Most Frequent Value (MFV) moédszer [46] egy nagy statisztikai
hatasfoku becslési eljaras, mely robusztussaga miatt jol alkalmazhat6 zajos mérési
adatrendszerek feldolgozasaban. Az MFV modszert eredetileg a foldtudomanyban fejlesztették
ki, mely a geofizikai [12] [53] [48], hidrogeologiai [54] és szamos mas foldtudomanyi teriilet
[64] mellett elénydsen alkalmazhato pl. a kozmologiaban [64], Girgeodéziaban [60], stb. llyen,
kiilonosen szélsdségesen zajos adatrendszerek a térinformatika teriiletén is jelen vannak,
beleértve a digitalis domborzatmodellezést és a mitholdas adatatvitelt. Hasonloan elterjedt, de

kevésbé robusztus és kifinomult technika a mediansziirés [47] [26].

A potencialis alkalmazasi teriiletek koziil a digitalis domborzati adatok zajcsokkentésére
dolgoztam ki 1j, hisztogram-alapu robusztus sziiré modszert, amely a leggyakoribb érték
modszerét is magdban foglalja. Eljardsomat mind a medidnsziirés, mind az MFV eljarés altal

kapott eredményekkel 6sszehasonlitottam.

Amennyiben az adatmatrixok adatpontjainak nagy szazaléka kiugrd zajjal szennyezett, a
zajcsOkkentési eljards jobb eredményt adhat, mint a hagyomanyos mediansziirés, ha a
potencidlisan nagyobb eséllyel zajnak mindsiilé pontokat eltavolitjuk a bemeneti
adathalmazbol, miel6tt a medianértéket kiszdmitanank. Ugyanezen matrixok esetében azonban
nagy valoszinliséggel adodnak olyan adatrészletek, amelyeknél a sziiretlen bemeneti adatok
jobb eredményt adnak. Ezen két eset kozotti automatikus stlyozas adja az alapjat szlirési

eljarasomnak [S4].

A kovetkezd fejezetekben ismertetem a modszer elvét, valtozoinak kezdeti hangolasat
(melynek alapja az [S5] publikacioban olvashatd), majd Gsszehasonlitom az eljarast mind a
hagyoményos mediansziiréssel, mind a leggyakoribb érték modszerrel, mivel ez utdbbi sokkal
hatékonyabb, mint a szokisos modszerek. A fenti megolddsok hatékonysagat digitalis
domborzati adatrendszerek zajcsokkentése esetében vizsgalom, kiillonboz6 zajszintek mellett.
Az Osszehasonlitas foként harom mérdszam alapjan torténik, a legnagyobb hangsulyt a L,
norma-alapt tdvolsdgmetrika eredményekre téve. Ezt kovetéen a mddszer egy moddositott
valtozatat — amely a Steiner-féle MFV-sziir6t tartalmazza kdzponti elemként — is bemutatom,

hasonlé vizsgalattal.
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Az MFV modszer hatékonysagat az adja, hogy a leggyakoribb érték szamitasahoz sziikséges
stlyokat automatikusan szolgaltatja a bemend adatokat terheld zaj eloszlasatol fiiggetleniil
(robusztussag). E miatt a legtobb esetben kiilonb6z6 mértékii és eloszlasu zaj esetén jobbnak
bizonyul a hagyomanyos mediansziirésnél. Eljarasom jobbnak bizonyul szamos esetben a
Steiner-féle MFV-nél is, a nem nulla atlaghi zajok kezelésében. A modszer modositott valtozata
— amely a Steiner-féle MFV modszert is magaban foglalja — a dolgozatban ismertetett

alkalmazasi teriileten a nulla atlagh zajok kezelésében elérte ezt.

Mivel az altalam javasolt megoldas mindkét valtozatanak megalkotasakor elsédleges cél a
digitalis domborzati adatok szort zajanak mozgodablakos eltavolitasa volt [S6], igy a fenti két
bevett eljarast is ilyen adatok esetében hasonlitom 0ssze modszeremmel, a vizsgalatot négy

kiilonb6z6 adatpont-aranyt érintd zajterhelés esetében is bemutatva.
2.2 Feldogozott adatok

Az elemzett adatok harom 25 m térbeli felbontasu digitalis magassagi adathalmazbol alltak,
amelyek az ArcGIS szoftverben Topo to Raster interpolaciéval hoztam létre az 1:10000
méretaranylt EOTR  térképlapok szintvonalainak, magassagi pontjainak és vizhaldzatanak
digitalizdlasaval. A harom adatrendszer hisztogramja a 8. &bran lathatd. Az elsd
adatrendszerben az adatok atlaga 211,99 m, mig a sz6éras 8,440 m volt. Ugyanezen a statisztikai
adatok a masodik adatrendszerben 191,31 m atlag és 8,752 m széras voltak, mig a harmadik

adatrendszerben az atlag értéke 96,39 m, a sz6rds pedig 0,457 m volt.

Adatrendszer 1 Adatrendszer 2 Lt Adatrendszer 3
S T T 3 T

eléfordulis

eléfordulas
eléfordulas

«
100 200 a0 A00  SCO 600 7O a0 9 100 10 120 130
méter méter

8. dbra. A bemeneti domborzati adatrendszerek hisztogramjai
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A fent jellemzett digitalis magassagi adatrendszerek mindegyike esetében elészor normalis
eloszlasu zajt adtam az adatmatrixokhoz, olyan szordssal, hogy az atlagos zajamplitadé az
adatmatrix atlaganak koriilbeliil 1%-a legyen. Ezt kovetden — mint kiugrd, nem nulla atlagi
impulzus-zaj — a pontok 10, 15, 20 és 25 szazalékahoz véletlenszeriien tovabbi zajt adtam.
Ennek érdekében minden sorhoz egy normalis eloszlasu zajvektort generaltam, amelynek atlaga
megegyezett az adott adatsor atlagaval, szorasa pedig olyan volt, hogy a zaj atlagos amplituddja
az adatsor atlaganak 100%-a koriil legyen. Ezutdn az adott adatsorhoz generdlt zajvektor
elemeit véletlenszertien szortam szét a sorban 0,1-0,7 kozotti amplitddo szorzdval (a fentiek
szerint az adatpontok 10, 15, 20, ill. 25 szazalékan), ami tovabbi ~10-70%-0s zajt adott az

adatokhoz a kiilonb6z6 tesztesetekben (a tovabbiakban 0,1-0,7 zajamplitado).
2.3 A sulyozott median (WM) mdodszer

A modszer segitségével a képmatrixokon végig haladva a mozgdablak minden egyes
sulyozott atlaga segitségével. Az eljaras ezen valtozata els6sorban a nem nulla atlagi zajok
kikiiszobolésére szolgal (amely példaul a méréeszkoz hibaja, vagy a hosszu tavu adatatvitel

soran jott létre).

A sulyozott atlagot futéablakkal minden egyes adatpontra kiszamitom, az alabbiakban
meghatarozott két sullyal (w1, w2). Ennek érdekében két fiiggetlen ablaksziikitési folyamat
torténik kezdeti 1épésként, a sulyok kiszamitasa eldtt. Ezeket a sziikitett ablakokat az aktualis
(5x5 méretii) adatablakbol hozom létre, minden ablakpozicidoban. Tesztjelleggel 9 (3x3) és 49
(7x7) ablakmeéretet is kiprobaltam, azonban ezek nem bizonyultak optimalisnak a probléma

megoldasahoz.

Az els6 ablaksziikités folyamata a kovetkezd. A mozgdablakban 1év6 elemek értéktartomanyat
két és harom egyenld szélességli tartomanyra (binre) osztjuk, majd két aranyszdmot hozunk

1étre:

- A4 a nagyobb és a kisebb elemszamu tartomany kozotti elemszdmarany a kettd

koziil,

- A,: a legnagyobb és a masodik legnagyobb tartomanyok aranya a 3-bol (ismét az

elemszam tekintetében).

Ha 1,>1,, az 1j halmaz (D) a 2 tartomany legnagyobb elemszamu tartomanya, egyébként a 3

tartomany legnagyobb elemszamu tartomanya. Ekkor mg a kovetkez6 forméaban definidlhato:
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mg = median(D).

fgy magasabb 2 értéket az élesebb vagas jeleként hasznalom. Azért valasztottam a 2 és a 3
értéket a tartomanyok idealis szamaként, mert 4 (vagy tobb) részre vald felosztas esetén egy-
egy bin egyes esetekben nem tartalmaz elegend szamu elemet a kezdeti 5x5-6s ablakbol ahhoz,

hogy elvégezhessem a leirt tovabbi 1épéseket.

Ezutan egy masik (fiiggetlen) masodik ablaksziikitési folyamat kovetkezik, m,; paraméter
értekének meghatarozasara. Ennek érdekében az eredeti mozgdablak elemei érték szerint
rendezésre keriilnek, majd két ill. harom egyenld szélességii tartomanyra keriilnek felosztasra

(az értékkészlet alapjan).

Példaul a harom részre osztas esetén, ha a rendezett vektor v, és max(v) annak legnagyobb
értékii eleme, min(v) pedig a legalacsonyabb, akkor a harmadik tartomanyban — amelyben a
legalacsonyabb értékkel rendelkez6 értékek vannak — (max(v) — min(v)) /3-nal alacsonyabb

értékek lesznek.

Itt kiszamitjuk A3 aranyt a két halmazra vald osztas esetébdl. A5 értéke 1/n, ahol n a két
tartomany elemszamanak dsszege a legmagasabb értékeket tartalmazé intervallum nélkiil (azaz
itt valdjaban a kisebb értékeket tartalmazo intervallum elemszama — a fenti megfogalmazas az
altalanositas okan az elébbi formaban irt). Ezutan kiszamitjuk A, aranyt abbol az esetbdl,
amikor harom tartomanyra osztunk. Ennek az aranynak az értéke 1/m, ahol m a harom

tartomany elemszdmanak dsszege ismét a legmagasabb értekili szelet nélkiil.

Amennyiben A;>4,, az esetben a ketté koziil a legnagyobb értékeket tartalmazd halmazt,
ellenkezd esetben a harom koziil a legnagyobb értékeket tartalmazé tartomanyt véalasztjuk a

kivalasztott halmaznak (E). Végiil, m,, a kivalasztott ij halmaz elemeinek atlaga lesz.

Az elébbihez hasonlo érték, m,, ugyanezzel a modszerrel hatarozhaté meg, azonban tigy, hogy
az eredeti ablakot 3 és 5 részre osztjuk (2 és 3 helyett). Ezzel a 1épéssel magasabb osztasszam
jelenik meg az eredményben, ha az aktudlis ablak értékkészlete ezt lehetdvé teszi (azaz

amennyiben az 0j intervallumok elemszdma nem nulla).

Mind m,; mind m,, az ablak értékkészletébdl kivalasztott legnagyobb értékek kivalasztott

részhalmazan kertil kiszamitasra, tehat mindkét érték a maximumokkal all kapcsolatban.

Fontos kiilonbség m,, és mg kozott, hogy mig m,; ill. m,, esetében az atlagot szamitjuk, m,-
nél mediant szdmitunk, kiillonb6zo tartomanyszamokkal. Emellett, mig m,, és m,, esetében a

legsziikebb halmazban a legnagyobb értékii elemek vannak, mg esetében a kivalasztott sziikitett
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halmaz az adott feltételek melletti legtobb elemet tartalmazé halmaz (amely nem feltétleniil a

legnagyobb értékeket tartalmazza).

Most mar kiszamithatjuk az elsé sulyt (w;), az aktualis pont sulyvektoranak sulyat a

kovetkezoképpen:
wy = (Mg /meq) *a, (1)

ahol a egy skalazasi tényezO, amely biztositja, hogy a w; értékei ugyanabba az
értéktartomanyba esnek, mint w,, az alabbiakban leirtak szerint. Ezen skalazasi tényezd értékét
(a = 1/3) kisérleti alapon hataroztam meg, hogy megfeleljen ennck a célnak. Megjegyzendo,
hogy ez adott adatrendszer esetében a fentiek figyelembevételével megvaltoztathato,

amennyiben w; ill. w, stlyok aranya a fentiekt6l nagymértében eltér.
Meghatarozhatjuk m,, értékét is, mint az eredeti mozgoablakban 1év6 értékek medianjat.

A fent leirt értékek felhasznalasaval harom részsulyt kapunk az alabbiak szerint (mindegyiknek

szerepe van w, suly értékének meghatarozasaban).

W, = m;xl * (Myy —maxy) + 1, (2)
ahol max;: max(m,,, m,,),
Mas = [Me1 — Me3, 3)
Wy = s (mgs —max) +1, (4)
ahol max,: max(m,,, mg1, Me7),
Wp2 = #963 * (Mg —maxz) + 1, ®)

ahol max;: max(m,,, atlag(ablak)).

Az adott részsulyban (wg,wp, Wy,,) alkalmazott maximalis €rt€k kiszamitdsa minden esetben
tartalmazza a teljes ablak medidnjat, valamint az atlag (m,,, m,,) vagy a median (mg) értékét

a szukitett ablakon.
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A 4. és az 5. egyenletben kevesebb elem marad ki az eredeti ablakbol (m,, — nek m, altali
tartalmazasa okan), igy wp, €s wp, részstlyok kisebb szorzoval szamitandok, mint a 2.
egyenletben 1évé szorz6. Ezen [ és y szorzd konstansok értékei 0,5-ben keriiltek

meghatarozasra. A hangolasi eljaras eredményei a 2.6. szakaszban lathatok.

Mind w, mind w,,, salyok korrekcios szerepet tdltenek be. Ertékiik magas lehet, ha a stilyok 3
¢€s 5 részre osztassal kapott részhalmazok atlagai (m,q €s m,,) kozott nagy a kiilonbség. Amint
az a 9. abran lathato, m,,és m,, kozotti nagy kiillonbség nagy L, norma-hibat eredményez.
Tehat, a nagy kiilonbség azt jelzi, hogy az aktudlis ablakpozicidban végzett
hisztogrammiiveletek torzithatjak az eredményt, ezért ennek elkeriilése érdekében a kiilonbség
értékének novekedése noveli w, stlyat (azaz a hagyomanyos, hisztogrammiiveletek nélkiili

median stlyat).

25 T T . i -
‘ —o étlag(m, )
—©Linorma /1000
20 f 1
16 | 1
10 ¢ | ®
® Q |
‘: .’ i ( ‘
S Q4 o | = 9
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Tesztesetek szama

9. dbra. L1 norma és mys érték viszonya

A w, rész suly 1-t6l eltérd, magas értéket az esetben vehet fel, ha az eredeti, nem sziikitett ablak
m,, medidn értéke nagyobb, mint a sziikitett ablak elemeinek atlaga (m,;). Mivel a sziikitett
ablak tartalmazza a részhalmazok legnagyobb értékeit, ha az eredeti ablak medianja és e
szlikitett ablak elemeinek 4atlaga kozotti kiilonbség kiemelkedd, az azt valdsziniisiti, hogy a
hisztogrammiiveletek az aktudlis ablakpozicidoban torzitjdk az eredményt. Az el6zdekhez
hasonldan, nagy pozitiv kiilonbség m,, és max, kozott nagy L, norma-hibat eredményez, ezért
ennek tiikrozédnie kell a végsd w sulyvektorban vagy w; értékének csokkenése, vagy w,
értékének novelése formajaban (azaz a hagyomanyos median modszer eredményének sulydnak

novelésével). Ez utobbi w, sulyban w, hasznalataval valésul meg. Mivel w, a harom
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korrekcios tényez6 (wg, wy, w,) koziil a legfontosabb, a négyzete szerepel w, képletében. A
nagyobb hatést a suly négyzetre emelésével értem el, mivel a sily maximalis értéke — mieldtt
egyet hozzdadnank az értékéhez — 1, igy a suly négyzetre emelése még a maximalis értékénél

sem eredményez sz€élsdséges sulyértéket.

A +1 w, és a wy, részsllyok képleteiben amiatt szerepel, mivel mindegyikben szerepel a
maximalis érték kivonasa, ami szamos esetben negativ értéket eredményez, igy a konstans a
pozitiv tartomanyba valo eltolodast biztositja. w, képletében az 1 hozzaadasanak szerepe az,
hogy minimumat egynél nagyobb értékre tolja (annak érdekében, hogy ndvelni lehessen a w,

sulyat, amely fligg ennek értékétol).
Végiil a kovetkez6 két sulyt (wy,, és w) wy, és wy, felhasznalasaval allithatjuk eld:
wy =142 (6)
Mivel w, részstly maximalis értéke nem a kiilonbozé sziikitett ablakok, hanem az eredeti ablak

medianjanak vagy atlagértékének fiiggvénye, ezt a részleges sulyt kisebb konstanssal vessziik

figyelembe:

we = 0.5 — =2 (7)

A fent meghatarozott 6sszetevokkel w, suly a kdvetkez6 format olti:
wy, =wlxwyxw,. (8)
Ezen a ponton mar ismerjiik az aktualis adatpont w sulyvektorat:
T
w = [wywy] . 9)

Megjegyzendd, hogy w sulyvektorban (9. egyenlet) w;és w, sulyok egyrészt az aktudlis
adatablak medianjara (m,,), masrészt ugyanezen ablak redukalt halmazanak medianjara (mg)
hatnak, w; altal az utobbit, w, altal az eldbbit a kovetkezOképpen stlyozva (példaul az

adatmatrix k-adik elemére):

resyy;, = Wy *mg +wy xmy,)/(wy +wy) . (10)

A fent leirtak szerint a sz{likitett ablak medianja (mg), és az eredeti ablak medianja (m,,) minden
egyes ablakpozicidban sulyozasra keriil az aktudlis pont végeredményéhez. Ehhez mg w; stilya

fent ismertetett (mg /m,,) * a (azaz a mediant elosztjuk a sziikitett ablak maximalis értékeinek

34



atlagaval). Ha ez az arany példaul a zaj miatt alacsony az adott mozgdablak-pozicidra (vagyis
nagy értékii a maximumok m,, atlaga), akkor mgsulyanak aranyosan alacsonynak kell lennie,
egyébként a kiugré maximumok magas értéke negativan hatna a végeredményre. Ilyen
esetekben m,, a sulya aranyosan nagy lesz — nem csupan mg kis stlya miatt, hanem azért is,

mert m,,sulyai w,,wy,, w., amelyek mindegyike tartalmazza m,,vagy m,, értékeket.
2.4 Leggyakoribb érték modszer

A szamtani atlagnal sokkal megbizhatobb statisztikai jellemzdt, a stilyozott atlagot tigy kapjuk,
hogy viszonylag kis sulyt (w) rendeliink az adatok t6bbségétol (X)) tavol esé pontokhoz és
nagyobb sulyt (wy,) a legnagyobb adatstirtiségti pontokhoz (11. egyenlet)

M=3Y_ Xewi [ZV_iwi] " (k=1,2,...N) . (11)
A k-adik sulyt Steiner [46] a kovetkezOképpen valasztotta ki:

wy = &2/[e? + (X — M)?]. (12)

A fentiekben, N az adatok szama, ¢ pedig a dihézio, az ismeretlen skalar paraméter, amelyet
optimalizacios eljaras keretében hatarozunk meg. Ha ¢ nagy, akkor minden adat kozel azonos
sulyt kap, és a kiugr6 értékek elrontjak az értékbecslést, ha pedig ¢ tul kicsi, akkor tigyelni kell
arra, hogy egyes adatokat ne hagyjunk figyelmen kiviil.

A (11) egyenlet altal meghatarozott leggyakoribb értéknek (M) nevezett stilyozott atlagot elore
ismerniink kell ahhoz, hogy a koérnyezetéhez maximalis, téle tavolabb pedig egyre kisebb
stlyokat lehessen hozzarendelni. Ezért ez az eljaras iterativ algoritmust igényel, amelyben az
M és az ¢ egyiittesen keriil meghatarozasra. Az elsd iteracios 1épésben a dihézid a mintatérbol

a kovetkezd képlet segitségével becsiilhetdé meg:
& = (\E) [max(Xy) — min(X)] , (13)

miga M, esetében a kiindulasi értéket lehetdleg a minta atlaganak vagy medianjanak valasztjuk.
Kutatasaim soréan a kett6 koziil a kies6 adatokra kevésbé érzékeny mérdszamot, a medianértéket

hasznaltam.

A kovetkezd iteracios 1épésekben, M és ¢ az aldbbiak szerint szarmaztathatok egymasbol:

(Xg-Mj)? 2
321121:1 k L 2 ZN #X
2 M2 k=12 _M2k
[e2+(x-M )2 &2 +(Xp-M))
k—Mj +1 T\ kT
$]2+1 =N — o M, = ! 2 (14)
2k=172 pr yN &1
[e2+Cxp—m 2] K=1eZ (XM )Z
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2.5 Az eredmények mingségellenbrzése

A fent ismertetett, sajat (sulyozott medidn), illetve 6sszehasonlitasul alkalmazott egyéb (MFV,

median) sziirési modszerek eredményeinek Gsszehasonlitdsdhoz a kovetkezd mérdszamokat

hasznalom dolgozatomban. Az RMSE (Root Mean Square Error -négyzetes hiba) értékének

kiszamitasa az MFV modszer és a median sziirés esetében (ahol inp a zajmentes adatmatrix):

TN ((resge;—inp;)?
N H

RMSEs, = \/

ahol ress,: a Steiner-féle MFV-vel korrigalt matrix ,

N .
Ziz1(resmeq;—inpi)?

RMSEyeq = J - :

ahol resy.q: median modszerrel korrigalt matrix,

N (reswm;—inp;)?

RMSEWM = \/ N )

ahol resy),: sulyozott mediannal korrigalt matrix.

A szoras a harom eljaras tekintetében:

Stdg; = std(resg; — inp) ,

Stdpea = Std(resyeq — inp) ,

Stdyy = std(resyy — inp) ,
ahol resg;, resyeq, resyy INP: a fentiek szerint.
AzL, norma alapu mérdszamok a kovetkezok:
Lise = llress; — inplly, (21)
Limea = lIresyea — inplly, (22)
Liwym = llreswy — inpll1, (23)

ahol resg;, resyeq, resyy, INP: a fentiek szerint.

(15)

(16)

17)

(18)
(19)

(20)
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2.6 Konstansok bedllitdsa

Megvizsgaltam a részstlyok képleteiben (4), (5) alkalmazott konstansok idealis értékét is, igy
elséként a B konstanst. Ennek kezdeti 0,5 értéke kornyezetében, néhany véletlenszeriien
kivalasztott tesztesetben azt vizsgaltam, hogy hogyan alakul az L; norma-tavolsag értéke a
zajmentes matrix és a sulyozott median-korrigalt matrix kozott a konstans kiilonbozo
értékeivel. A norma értéke minden ilyen esetben monoton moédon csokkent a konstans 0,5
értekéig, azt kdvetden pedig ndtt, amint az az elsd tablazatban 1év6 példaban lathato (10%-0s
zajszint, 0,3 zajamplitado esetén):

1. tablazat Példa B korrekcios dllando konstansanak bedllitasara

B 2 15 1 05 0.25 0.125 |0.0625 |0.03125
L1 norma
tavolsag 843.12(822.32 |801.63 |762.82 |794.51 |956.47 |1720.47 |2393.27

Hasonloképpen vizsgéltam a Wp2 részsulyban szerepld
y-t is, ami jellegében az eldbbi konstans esetében tapasztaltakkal megegyezd eredményeket
mutatott, €s itt is a 0,5-0s érték bizonyult idedlisnak, amint az a 2. tablazat péld4jan lathato

(ugyanazokndl a paramétereknél, mint az el6zd esetben):

2. tablazat Példa a szamitashoz hasznalty korrekcios allando beallitasdara

0.062 |0.0312
y 2 1.5 1 0.5 0.25 0.125 |5 5
L1 norma|735.1 |721.7 |698.6 668.80 |668.9 |676.1
tavolsag 3 8 7 654.31 |7 4 1 685.71

Megjegyzendd, hogy a fenti konstansok globalis optimumaénak beallitdsa ez i1daig nem volt

része a vizsgalatoknak.
2.7 Osszehasonlité vizsgalatok

A sziirési eljarasok osszehasonlitod vizsgalataként minden esetben egy 5x5-0s ablakot futtattam
végig az adatmatrixokon, és mind a Steiner-MFV moédszer szlir6ként hasznalva [13], mind az
altalam megalkotott stlyozott medidn moddszer mindig az ablak kozépsé elemének értékét

korrigalta, a korrekcidhoz az ablak Gsszes elemét bemenetként hasznalva.

A Steiner-sziir6 iteracidinak szama minden esetben 20 (mivel probafuttatasok soran 20 iteracio

felett mar nem tortént valtozas), a kezdeti suly pedig az ablakelemek medidnja volt.
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Az eredményeket minden esetben Osszehasonlitottam a klasszikus medidnsziirével kapott
eredményekkel is. A medidnszlird ugyanazokon a zajos adatmatrixokon futott ugyanazzal az

ablakmérettel, mint a Steiner-modszer és a stlyozott medidn modszer.

A 3. tadblazatban lathatd példa a metrikdk elsé adatsorozatra vonatkozo értékeit mutatja, az

adatpontokon 0,3-as zajamplitaddju 15%-os zaj esetében.

3. tablazat Példa az 6sszehasonlito eredményekre (10%-0s Gauss eloszldasu? kiegészitd kiugro zaj az adatpontok 15%-

danal)
Mindségi paraméter Erték
Liwm 538.98
List 630.41
L1Med 711.19
RMSEwm 1.42
RMSEst 2.02
RMSEmed 2.13
Stdwm 1.19
Stdst 1.75
Stdmed 1.58
@ ®) © &) ©

1.25 P
25

3.75

6.25

1.252.53.755 6.25 1.252.53.755 6.25 1.252.53.755 6.25 1.252.56 3755 6.25 1.252.53.755 6.25
km km km km km

10. abra Sz(irési eredmények vizudlis reprezentacidja
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Egy masik példa lathato a 10. abran, ahol ismét zajjal terhelt az adatpontok 15%-a, ez esetben
0,5-6s zaj amplitudo szorzoval. 10. dbra: (a) az eredeti adatok, (b) a zajos adatok, (c) a Steiner-
féle MFV modszer eredménye, (d) a sulyozott medidn mddszer eredménye, (e) a klasszikus

median modszer eredménye.

A 4. tdblazat egyrészt L, normak segitségével mutatja a zajmentes bemeneti adatmatrixtol valo
tavolsagot, masrészt a normak aranyat is a sulyozott median modszer (Lqyy) €s a Steiner-
modszer (Lyg;) esetében, a pontok 25%-anak zajjal valdo szennyezése mellett, kiilonb6zo
zajamplitudok (0,1,...,0,7) fliggvényében az els6 adatsoron. Az értékek azt mutatjak, hogy két
esetben a Steiner-moddszer adott jobb eredményt, mintegy 6%-kal, a tobbi esetben pedig a
stlyozott median modszer bizonyult jobbnak. Ez utdbbi atlagosan 6,3%-kal jobb eredményt
produkalt (mivel az Ly /L1 aranyok atlaga 0,937).

4. tablazat L1 norma értékek 25%-os zajarany mellett

Zaj
ampl.
szorz6 |0.1 0.2 0.3 0.4 0.5 0.6 0.7
Liwm 540.22 |425.44 |420.39 |471.26 |615.92 |787.36 |515.82
Last 597.90 |457.46 |536.20 |541.64 |580.61 |738.81 |545.17

Lawmy
List 0.90 0.92 0.784 0.87 1.06 1.06 0.94

Az 5. tablazat a sulyozott median eljaras €s a standard mediansziirés eredményeit mutatja
azonos zajszint mellett. Ebben az esetben a stlyozott median eljaras atlagosan 26,4%-kal

jobbnak bizonyult az adathalmazon.

5. tablazat L1 norma értékek 25%-os zajarany mellett

Zaj
ampl.
szorzo6 |0.1 0.2 0.3 0.4 0.5 0.6 0.7
Liwwm 540.22 |425.44 |420.39 |471.26 |615.92 |787.36 |515.82
Limed 604.39 |582.33 |725.92 |692.10 [827.83 |970.98 |723.63

Lawmy
L1Med 0.89 0.73 0.57 0.68 0.74 0.81 0.71

A 6. és 7. tablazat a kordbbiakkal megegyezd dsszehasonlitast mutatja, a pontok 20%-at érintd
zajra vonatkoz6 L; norma értékével. Ebben az esetben megfigyelheték olyan zajamplitido

értekek, ahol a Steiner-modszer kisebb tdvolsdgot ad a zajmentes matrixtol, mint a sulyozott
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median eljaras, a normal medidn eljaras azonban egyik esetben sem tudta ezt elérni. A stlyozott

moddszer atlagosan 23%-kal jobb az utdbbinal.

6. tablazat L1 normaértékek 20%-os zajarany mellett

Zaj

ampl.

SZO1rZ0 0.1 0.2 0.3 0.4 0.5 0.6 0.7
Liwm 566.65 | 437.97 | 440.14 | 485.61 | 708.77 | 646.18 | 759.37
List 545.34 | 468.96 | 469.76 | 608.38 | 1002.99 | 866.07 | 841.60
Lawm

List 1.03 0.93 0.93 0.79 0.70 0.74 0.90
7. tablazat L1 normaértékek 20%-os zajarany mellett

Zaj

ampl.

SZ0rz0 0.1 0.2 0.3 0.4 0.5 0.6 0.7
Liwm | 566.65 | 437.97 | 440.14 | 485.61 | 708.77 | 646.18 | 759.37
Limed | 612.87 | 627.87 | 612.76 | 741.06 | 901.39 | 792.62 | 979.72
Lawnmy

Limed 0.92 0.69 0.71 0.65 0.78 0.81 0.77

A 8. és 9. tdblazat a 15%-0s zajos pontok esetét mutatja.

8. tablazat L1 normaértékek 15%-os zajarany mellett

Zaj

ampl.

SZorz0 0.1 0.2 0.3 0.4 0.5 0.6 0.7
Liwm | 542,97 | 433.71 | 538.98 | 464.25 | 493.81 | 675.11 | 624.08
List 519.85 [473.9043| 630.41 | 490.20 | 561.66 | 732.78 | 644.35
Lawm/

Lst 1.04 0.91 0.85 0.94 0.87 0.92 0.96

A 8. tablazat eredményei, amelyek a Steiner-modszert és a stlyozott median eljarast hasonlitjak

0ssze, azt mutatjak, hogy 0,1-es zajamplitido-szorzd esetén a Steiner-modszer hasznalata

elényosebb.
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9. tablazat L1 normaértékek 15%-os zajarany mellett

Zaj
ampl.
szorz6 0.1 0.2 0.3 0.4 0.5 0.6 0.7

Liwm | 542.97 | 433.71 |538.9896 | 464.25 | 493.81 | 675.11 | 624.08
Limed | 604.28 | 614.34 |711.1921| 639.07 | 672.32 | 846.64 | 695.19

Llwm/
L 1med 0.89 0.70 0.75 0.72 0.73 0.79 0.89

A sulyozott median eljaras atlagosan 21,2%-kal jobb teljesitményt nyujt a stlyozatlan median
eljarasnal az elsd adatsorra 15%-ban zajos pontok esetén (9. tablazat). A 10. és 11. tablazat a
harom eljaras adattavolsagait mutatja be L, norma szerint arra az esetre, amikor az adatok 10%-

a volt zajjal szennyezett.

10. tablazat L1 normaértékek 10%-os zajarany mellett

Zaj
ampl.
szorzd 0.1 0.2 0.3 0.4 0.5 0.6 0.7

Liwm | 521.53 | 483.07 | 543.86 | 484.36 | 779.51 | 727.48 | 724.20

List 507.13 | 482.52 | 542.96 | 527.25 | 652.87 | 939.20 | 790.58

Llwm/
L1st 1.02 1.00 1.00 0.91 1.19 0.77 0.91

Ebben az esetben (zajjal a pontok 10%-an) a Steiner-modszer a zajamplitidok tobbsége esetén

— 4 esetben, a négy esetben atlagosan 5,6%-kal — feliilmulja a sulyozott median modszerét, a

fennmarado harom esetben pedig a WM-modszer 13%-kal teljesit jobban az adathalmazon.

11. tablazat L1 normaértékek 10%-o0s zajarany mellett

Zaj
ampl.
szorzd 0.1 0.2 0.3 0.4 0.5 0.6 0.7
Liwm | 521.53 | 483.07 | 543.86 | 484.36 | 779.51 | 727.48 | 724.20
Limed | 605.38 | 637.25 | 746.44 | 645.17 | 871.46 | 1038.26 | 865.18

Llwm/
L 1med 0.86 0.75 0.72 0.75 0.89 0.70 0.83

A 12. tablazat a harom eljaras esetében szamitott RMSE értékeket és azok aranyat mutatja a
baloldalon 25%-0s, a jobboldalon 20%-os zajterhelés esetén, mindkét esetben kiilonb6zo

zajamplitado-szorzok (0,1,...,0,7) esetén.
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12. tablazat RMSE-értékek 25%-os és 20%-os zajarany mellett

Zaj ar

A Ay o504 20%

Zaj ampl.

szorzo 0.1 (0.2 (0.3 |04 |05 |06 |0.7 |0.1 |0.2 |03 |04 |05 |06 |07
RMSEwm [1.5411.471155(2.04(250(2.73|2.25]11.58(1.51(1.71({1.63|2.14|2.52|2.74
RMSEmed [1.79]11.95(2.162.50(2.84|3.07|2.64]11.84|2.03[2.30(2.17|2.58|2.95|3.10
RMSEs; 1.60(1.7412.07|2.73[3.29(3.79|3.7611.63|1.822.21|2.50(3.09 (3.61 |4.24
RMSEwwm

/IRMSEmed 10.86|0.75(0.7210.8210.88(0.89|0.85]0.86(0.75|0.7410.75/0.830.85(0.88
RMSEwwm

IRMSEs; 0.960.84(0.75(0.75|0.76 10.7210.60]0.97 10.83|0.77 |0.65|0.69|0.70 | 0.65

A 13. tablazat az RMSE-értékeket mutatja az el6zdekhez hasonldan, itt az adatpontok

15%-anak és 10%-anak zajszintje esetén.

13. tablazat RMSE-értékek 15%-os és 10%-o0s zajarany mellett

Zaj arany

15% 10%
Zaj ampl.
szorz6 |01]02/03|/04]/05]06/07]01]02]03]04|05]06]|0.7
15| 15| 14
RMSEwm 9] 5| 2]1.70|183|2.34|255|1.60|1.46|1.75/1.50|2.12|2.02|2.72
18] 20| 21
RMSEmed 3| 4| 3|222|236|2.74]|292]1.86|2.00|2.29|2.10|2.56|2.60 | 3.08
16| 18| 2.0
RMSEst 2| 3| 2]255[/297|3.72|3.8111.66/1.84|2.13|2.36|3.01|3.32|4.23
RMSEwm | 0.8 0.7| 0.6
IRMSEmed 7! 6| 7]0.77]/0.77]/0.85/0.87]10.86|0.73|0.77|0.72| 0.83]| 0.78| 0.88
RMSEwm | 0.9] 0.8| 0.7
/IRMSEst 8 5| 0]/0.67/0.61/0.63]|0.67{0.96/0.80|0.82|0.64|0.71|0.61| 0.64

Lathatd, hogy a sulyozott median modszer rosszabbul teljesit a legnagyobb zajamplitido-

szorzoknal (0,7), azonban ez a tobbi modszerre is igaz, igy az azokhoz viszonyitott ardnya nem

romlik. Az MFV modszerrel kapott RMSE a legkisebb zajamplitido-szorz6 (0,1) esetén 4ll a

legkdzelebb a sulyozott median modszerrel kapott RMSE-hez. A stlyozott medidn modszer

RMSE értéke atlagosan 79,5%-a a hagyomanyos median modszerrel kapott értéknek.
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14. tabldzat A két medidan modszer szordsértékei 10%-0s zajszint mellett

Zaj

ampl.

szorz6. |0.1 0.2 0.3 0.4 0.5 0.6 0.7
Stdwm [1.41 |1.25 |1.37 1.20 [1.43 1.37 |1.62
Stdweds [1.42 |151 |1.70 1.56 1.76 1.74 1.96
Stdwm

Stdmeas |[0.99 |0.82 |0.80 |0.77 |0.81 0.79 (0.83

Mivel a sulyozott median eljaras akkor bizonyult a legkevésbé hatékonynak, amikor a fenti
tesztek soran az adatpontok 10%-a volt zajjal szennyezett, ebben az esetben a szorasokat is

megvizsgaltam. Ennek példajat a standard median modszerrel dsszehasonlitva a 14. tablazat

mutatja be.

15. tablazat L1 norma ardanyok a két vizsgalati adathalmazra egyiittesen

Zaj mérték szazalék | min(Lyyu/Lise) max(Lywy/Lisel avg(Liwm/List)
25% 0.81 1.07 0.93
20% 0.81 0.99 0.91
15% 0.83 0.98 0.90
10% 0.80 1.07 0.93

A 15. tablazat az elsé és a masodik adatsor eredményeinek atlagat mutatja. Az L; normas
adattavolsdgi aranyok minimalis, maximalis és atlagos értékei a kiilonbozd zajszintek
fliggvényében a Steiner-modszer és a sulyozott medidan moddszer esetében lathatok. A
minimumok atlaga (azaz azon esetek atlaga, ahol a legnagyobb kiilonbség a sulyozott median
modszer javara) 0,82, azaz ezekben az esetekben a modszer 18%-kal jobbnak bizonyult. A
maximumok atlaga 1,032 volt, azaz az ellenkez6 esetben a Steiner-modszer atlagosan 3,2%-kal

jobb a két adatrendszerre atlagolva.

16. tablazat L1 norma aranyok a két adatkészletre egyiittesen

Zaj mérték

szdzalék min(Lyywy /1 max(Lyyy /1 avg(Lywpm /L
25% 0.63 0.86 0.74

20% 0.67 0.86 0.77

15% 0.73 0.84 0.78

10% 0.72 0.85 0.77
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A 16. tablazat a L; normak eredményeit ugyanazon modszer szerint csoportositva mutatja, ez
esetben a két median eljarasra szamitva. A minimumok atlaga 0,692, tehat azokban az
esetekben, ahol a sulyozott medidn eljarés a jobb, ez a médszer tobb mint 30%-kal mulja feliil
a masikat. A maximumok atlaga 0,86, tehat a sulyozott median eljaras még a legrosszabb
esetekben is atlagosan 14%-kal jobb, mint a standard mediansziirés a két adatsor esetében

egyluttesen.

Egy kevésbé részletes Osszehasonlitast végeztem a harmadik adatrendszeren (csak az L,
normak aranyait vizsgélva). Ez a vizsgélat hasonlo jellemzdéket mutatott mint az elézdek,
azonban a Steiner-modszer tobb esetben bizonyult a legjobbnak a harom koziil, mint korabban.
A 10% ¢és 15%-0s ardnyban zajos adatpontok esetében (mindkettd 7 kiillonbozd zajamplitidoval
vizsgalva, mint kordbban) a Steiner-modszer 14 esetbdl 11 esetben bizonyult jobbnak a
stlyozott median modszerrel szemben, atlagosan 14,6%-kal (L, norma-aranyokat tekintve). A
20, ill. 25%-o0s esetekben a stulyozott median modszer jobb eredményt adott, 14-bdl 14 esetben,
atlagosan 19,04%-kal.

A két median médszer dsszehasonlitdsa soran az adathalmazon (ismét a L, normak aranyaival),

a 28 esetbdl 27 esetben a sulyozott median modszer bizonyult jobbnak, atlagosan 14,32%-Kkal.
2.8 Zéro atlagértékl zajok kezelése

Az éltalam kialakitott mdodszer korabban bemutatott valtozatat foként nem nulla atlagértékii
zajokra alkottam meg. A kovetkezOkben a modszer egy masodik, szintén altalam modositott
valtozatat mutatom be, amelynek célja elsésorban a nulla 4tlagi normalis eloszlasu zajok
kezelése. A mddszer ezen valtozata a Steiner-féle MFV-értékeket hivja segitségiil és hasznalja

fel az adott adatablak aktualis kdzponti elemének korrekcidjara, a korrekcio részeként.

2.8.1 Zajgeneralas
Ami a zajgeneralasi folyamatot illeti, az elsé 1épésben az adatmatrixhoz egy altalanos nulla

atlagli zajt adtam. Ennek érdekében minden adatsorhoz sztenderd normalis eloszlasu zajt
generaltam. Annak érdekében, hogy a vizsgalt pontok adott szazalékahoz kiugro zajt adjunk, a
pontok 20, 15, 10 és 5 szazalékdhoz véletlenszeriien tovabbi nulla atlagii normalis eloszlast
zajt adtam, minden ilyen esetben 0,1-0,7 amplitadoju szorzoval (mint a modszer korabban

bemutatott valtozataban). A zaj szérdsdnak rendre az aktudlis adatsor atlagat adtam meg.

2.8.2 A sulyozott median médszer médositott valtozata
A modszer korabban bemutatott valtozatahoz hasonloan az els6 1épések hisztogramsziirések.
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Elészor egy mediant, majd egy atlagértéket generdltam a sziirt ablakokbol, itt azonban

mindkettonél kétlépcsds szliréssel.

Az mymedianérték eléallitasahoz a hisztogram alapu sziirés a kovetkezo. Ertékkészlet alapjan
az aktualis adatablak elemeit két és harom egyenld tartoméanyszélességii tartomanyra (binre)

osztjuk, majd két aranyszamot generalunk:
- Ay:alegnagyobb és a masodik legnagyobb tartomanyok aranya 2-bdl,

- A,: a legnagyobb és a masodik legnagyobb tartoméanyok aranya a 3-bol (mindkét

esetben az elemszam tekintetében).

Ha A,>4,, az 01j halmaz (D) a 2 tartomany koziil a nagyobb elemszamu tartomany, ellenkezd
esetben ugyanez a 3 tartomany koziil a legnagyobb elemszamu tartomanya lesz. Végiil my

értéke a kivalasztott halmaz medianja lesz: median(D).

Az m,3 értékének meghatarozasdhoz egy masodik szlikitési eljarasra keriil sor. Ebben az
eljarasban az ablakelemek elOszor érték szerint rendezésre keriilnek, majd az értékkészlet
alapjan harom egyenld szélességli tartomanyra osztodnak. Itt kiszamitjuk A5 aranyt, mint az
ablak elemszamanak és a legnagyobb értékii harmad nélkiili harmadok elemszam 6sszegének
aranyat. Ezutan kiszamitjuk A,-et, amelynek értéke a legnagyobb ¢és a masodik legnagyobb
elemszamu ablakok elemszamanak aranya lesz. Tehat mind Az-at, mind A4-et masképp

szamolom, mint a modszer el6z06 valtozataban.

Amennyiben A;>1,: a legnagyobb értékeket tartalmazé harmadot, ellenkezd esetben a
legnagyobb elemszammal rendelkezd tartoméanyt vessziik a kivalasztott halmaznak (E). Igy a

magasabb A érték az élesebb vagasu esetet reprezentalja.

Ezutan vessziik ezt a csonka E halmazt, és az értékeit szintén tartomanyokra osztjuk. Ezek

szélességét a Scott-szabaly [41] [42] segitségével hatarozom meg:
3.5 * std (E) /numel (E'/?) . (24)

Meg kell hataroznunk a tartoményok szdmat is, hogy az Osszes értéket eloszthassuk benniik
(ami egy trividlis 1€pés, mivel ezek szélessége és az adatértékek mar ismertek). Kivalasztjuk a

legnagyobb elemszammal rendelkez6 tartomanyt, €s m,; ennek elemeinek atlaga lesz.

Mivel mgés m,3 értékei ezen a ponton rendelkezésre allnak, a tényleges ablak kdzépso elemét

helyettesithetjiik mg-sel (ezzel kialakitva w;. _ modositott ablakot), €s hasonloképpen m,3-mal
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(ezzel w,, -t megalkotva). Végiil legyen w;., az ablak, amelynek kdzepén az MFV modszer

eredménye van.

A kovetkezd lepésben egyenként dsszekapesoljuk wy. , w;.  €s w,.. modositott ablakokat az

eredeti (zajos) aktualis ablakkal, ezaltal w,,1, w,,, w3 ablakokat képezve.

gy mar harom gradiens mértékegységet szamolhatunk ki a kovetkezé modon:

W, ay Wy, g
x u 5} u
Gloy) = |2l 2 (25)

g:m ZxEX ZyEY G(X’y)' (26)

Nevezziik g,-nek g értékét akkor, amikor a w,., —t hasznéljuk a szamitasban, g,-nek pedig g

értékét abban az esetben, ha w,.-sel szdmolunk, és g;-nak w,.  esetében.

Ha g1, g2,g3 minimuma g, (vagyis a Steiner-modszerrel modositott ablak matrixa a leginkébb
homogén az eredeti ablakmatrixszal), akkor a tényleges w = [w;w,] sulyvektorban a w; értékéiil
0-t, w, értékéiil 1-et adjuk. Igy ebben az esetben csak az MFV modszer eredménye fog
szamitani az adott adatablak korrekcidjaban. Ha (g1, g2, g3) miniuma g,, akkor w; 0,15 és w,
0,85 értékii lesz. Végiil amennyiben (g1, g2, g3) minimuma g5, akkor w; 0,4 és w, 0,6 (vagy
ehhez kozeli) értékvalasztasa indokolt tapasztalati alapon. Ebben az esetben tehat az MFV
modszer eredményének sulya 0,6 lesz az adott ablakra. Amint lathatjuk, minden esetben
sulyozva vannak a Steiner MFV modszer eredményei, €s noveljiik vagy csokkentjiik annak

sulyat az aktualis adatablak kézponti elemének korrekcidjaban.

Hasonléan a modszer el6zd valtozatdhoz, rossz eredményeket kapunk, ha mg,g, azaz
|m,; — m,,| értéke nagy. Ahhoz, hogy ezt kezelni tudjuk, itt mind m,,-et, mind m,,-t ki kell
szamitanunk (ugyanigy, mint az el6z6 valtozatban), és ha a kiilonbség nagyobb, mint a nyers
adatok atlaganak néhany %-a (ennek idealis értéke a vizsgalt adatsorokra 2), az esetben wy
értékének 0-nak kell, és a wyértékének 1-nek kell lennie. Az |m,; — m,,| kiilonbség nagy
értéke ugyanis, mint a mddszer elébbi valtozatdban, ez esetben is azt jelzi, hogy az aktualis
ablakpozicioban végzett hisztogrammiiveletek torzithatjdk az eredményt (mivel til nagy

eltéréseket mutatnak annak kiiloénb6z0 valtozatai).
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2.8.3 A Sulyozott median (WM) szirési eljaras médositott valtozatanak eredményei
A 17. tablazatban az elsé adathalmazra vonatkozo L,normaaranyok lathatok, a WM moddszer

eredményeit mind az MFV, mind az eredeti median modszer eredményével dsszehasonlitva.
Az elobbi esetben a WM modszer a 28 tesztesetbdl 26 esetben teljesitett jobban. Ezekben az
esetekben a L; normaranya 0,985 volt, tehat a mdodszer hasznalata atlagosan 1,4%-kal kisebb
L, norma értéket eredményezett. A fennmarado két esetben az arany atlaga 1,005 volt, tehat a
WM moddszer ebben a két esetben 0,5%-kal rosszabbul teljesitett. A legjobb L; normaarany
érteke 0,97 volt, vagyis ekkor a WM-moddszer 3%-kal jobb értéket adott a zajcsokkentés soran.

Ami az eredeti median modszerrel valo 6sszehasonlitast illeti, a WM modszer mind a 28
esetben jobban teljesitett, atlagosan 16,4%-kal (0,836 atlagos L, norma-arany érték). Itt a
legjobb eredmény 29,5%-os javulas volt (0,705 L, norma-arany).

17. tablazat L1 norma aranyok az elsé adatsoron

25% zaj kitettség 20% zaj kitettség

Lowmr

List  [0.991/0.9870.996|1.004]0.991/0.997]0.993|0.978]1.005]0.998|0.975]0.990|0.994 |0.997

Lowmr

Lives |0.881]0.847]0.7810.798]0.777]0.7040.760|0.903]0.846 | 0.822]0.795]0.818 | 0.802 | 0.807

15% zaj kitettség 10% zaj kitettség

Lowmr

List [0.987/0.982]0.993|0.978]0.991/0.988|0.978|0.979(0.975|0.9790.972|0.983 0.982|0.970

Lowmr

Limes |0.917]0.879]0.816/0.835]0.861]0.844/0.840]0.922]0.903]0.813|0.833]0.870]0.852|0.878

A 18. tablazat az el6zdvel azonos szerkezetli formaban mutatja az eredményeket, ez esetben a
masodik adatsoron. A Steiner-féle MFV-vel 0sszehasonlitva a WM-mddszer jobb
eredményeket adott az alabbiak szerint L; normat tekintve 23 esetben (atlagosan 1,25%-kal), a
fennmaradd 5 esetben pedig atlagosan 0,21%-kal rosszabbul teljesitett. A legnagyobb
kiilonbség a WM madszer javara 3,12% volt.

A masik medidn modszerrel Osszehasonlitva a WM minden esetben jobban teljesitett

(atlagosan 16%-kal, maximum 29,4%-Kkal).

18. tabldzat L1 normaardnyok a mdsodik adatsoron

25% Zaj kitettség 20% Zaj kitettség

Lawwy

List [0.987/0.979]0.994/0.989(0.968|0.991[0.987]0.979]0.99410.9900.982|1.000|0.987|1.001

Lowmr

L1med |0.862]0.840]0.897]0.755/0.786|0.775|0.706 | 0.889]0.843|0.858| 0.768|0.793|0.815|0.748

15% Zaj kitettség 10% Zaj kitettség
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Lowmr

List 10.995/0.993/0.983|0.987/0.993/0.987|1.0001.005|0.995|0.9830.979/0.990|0.989|0.994

Lowmr

Limed 10.919]0.8910.855]0.809|0.799|0.868 |0.857|0.913|0.902]0.884 |0.8710.890|0.829|0.860

A 19. tablazatban a harmadik adatrendszer L; norma-aranyai lathatok. A WM ¢és az MFV
modszer eredményeit Osszehasonlitva a 28 esetbdl 23 esetben az eldbbi jobban teljesitett
(atlagosan 1%-kal, maximum 2,4%-kal), az MFV modszer pedig 5 esetben multa azt feliil

(atlagosan 1,4%-Kal).

19. tabldazat L1 normaardnyok a harmadik adatsoron

25% Zaj kitettség 20% Zaj kitettség

Lowm

List [1.000|{0.994|1.003/0.989]1.001|0.999|0.990/0.995/0.997]0.995|0.995|0.994/0.982|0.991

Lawm

Limed [0.90410.852|0.798]0.939]0.876|0.941]0.882]0.900]0.915]0.815|0.836|0.815/0.856 | 0.858

15% Zaj kitettség 10% Zaj kitettség

Lawm

List [0.995[0.991)0.986]0.984|0.996/0.990|0.998]1.001|0.984|0.991/0.986|1.002/0.994|0.976

Lowm

Limes |0.943]0.925]0.873]0.924/0.852]0.888|0.901]0.941]0.940/0.957]0.925]0.936|0.931 | 0.887

Ami a hagyomanyos median modszerrel vald Gsszehasonlitast illeti, a WM minden esetben

jobban teljesitett, atlagosan 10,7%-kal, maximum 20,2%-kal.
2.9 Kovetkeztetések, 6sszegzés

Az eldézdekben ismertetett hisztogramalapt sulyozott median eljaras hatékonysagat a digitalis
domborzati adatok zajcsokkentésére bizonyitottam. Az eljaras f6 célja az adatmatrixokban 1évd
kiugro zajok kikiiszobolése, kiilondsen akkor, ha az adatpontok nagy szézalékat szennyezi
kiugro6 zaj.

A vizsgalt kiillonb6z6 zajamplitadok és zajterhelési szazalékok atlagadban a WM modszer 14-
23%-kal jobb teljesitményt nyujtott a standard medidn sziirési eljarasnal a kiilonb6zo
adatrendszereken L; normaval mért adattavolsag tekintetében a nem nulla atlagi zajok

kikiiszobolésére. A modszer nulla atlagh zajok szlirésére szolgald valtozata atlagosan 14,3%-

kal jobban teljesitett a hagyomanyos mediansziir6hoz képest.

A modszer tovabbfejlesztését tekintve az eljaras altalanos finomitdsan és optimalizalasan

s

torténd modositasra nyilik maod.
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2.10 Tézis

3. Tézis: Kifejlesztettem egy 1j, hisztogramalapu zajsziirési eljarast, amely a leggyakoribb érték
modszerét (Most Frequent Value-t, roviden MFV-t) felhasznalja topografiai adatok sziirésére.
A fenti modszer részben az adatok dinamikus mértéki, hisztogramalapt eldszlirésével, MFV-
t, illetve tovabbi sulyozasokat felhasznalva a nativ MFV-vel és a hagyomanyos
medidnsziiréssel 0sszemérhetd eredményt produkél. Az eljaras heterogén adatrendszereken
szignifikdnsan jobb =zajcsOkkenést produkal a hagyomanyos mediansziiréshez képest.
Megallapitottam, hogy a hisztogramalapu sziirési eljarasban kiszamitott részeredmények
abszolut kiilonbsége nagy megbizhatosaggal képes eldre jelezni, hogy a hisztogramalapu
elésziirés jo eredménnyel alkalmazhatd-e az adott adatablakban vagy ellenkezdleg. Ezen
megallapitdst az Li-norma alapjan szamitott hiba és a részeredmények kiilonbségének
szamértéke kozotti 0,99 értékll korrelacids egyiitthatd tdmasztja ald. A megfigyelést a sziirési
eljaras eredményének sulyozasa soran felhasznaltam modszerem hatékonysaganak ¢és
robusztussaganak novelésére, az adott ablakbeli MFV és hisztogramalapt sziirési eredmény

értéke kozotti stilyozas forméjaban.

Kapcsolodo sajat publikéacio: [S4]
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3. Stlyozott mediansziirésen és leggyakoribb érték médszerén alapulo
klaszterelemzési eljaras

3.1 Bevezetés

A mérési adatok klaszterelemzése a foldtudomanyok kiilonbozo teriiletein kiemelkedd
fontossaggal bir, elsésorban a kdzetek azonositdsa és tagolasa teriiletén. Ennek megfeleléen
nagyméretii adatrendszereken szamos ilyen irdnyt megoldas sziiletett a kordbbakban ¢s a
kozelmultban is, amely hatékonyan segitette a nyersanyagkutatast. Egy korai tanulmany [23] a
klaszterelemzést igéretes eszkozként emlitette példaul a szénhidrogén-tarold zonak
felismerésére. Napjainkban a klaszterelemzést a nem feliigyelt gépi tanulds és a nagy
adatelemzés matematikai technikainak egyik csoportjaként emlitik [36], amelyet széles korben
alkalmaznak a szénhidrogén-kutatas kozettipizalasi problémaiban [7], [56], [61]. Zhang és
munkatarsai egy nem feliigyelt tanuldson és foldtani valtozasok szinkeveréses kiemelésén
alapul6 tarolo-azonositasi modszert fejlesztettek ki, ahol tobbféle szeizmikus attributumot
klaszterelemzéssel dolgoztak fel annak érdekében, hogy kiemeljék az olaj- és gaztarolokat
mutatd anomalidkat [65]. Masok nem-hierarchikus klaszterelemzést hasznaltak az
ateresztoképesség eldrejelzésének segitésére dolomit- €és homokkdintervallumokban az
Ogallah-mez6n, az USA-ban [57], a facies meghatarozasara egy nyugat-afrikai
homokkéformacidban 1évé kut esetében a formacid ateresztOképességének eldrejelzése elott
[2], valamint heterogén karbonatos tarozok azonositasara egy dél-iraki olajmezén [3]. A
mélyfarasi geofizikai szelvények értelmezésének ujabb alkalmazasai kozé tartozik az
elektrofaciesek hatékony azonositasa és litologiai osztalyozasa [43], [62], az Gn. inverzids
eljarasok alkalmazasdhoz sziikséges automatikus rétegvastagsdg-meghatarozas ¢és a
szénhidrogén-tarold képzédmények szonda-valaszfliggvény konstansainak becslése [50], a
heterogén (és hianyos) maglaboratoriumi adatrendszerek klaszterelemzése [51], a nem-
hagyomanyos tarolokban a magas gazpotencialt intervallumok azonositisa és lehatarolasa
[28], [49], [52].

Kurrens teriilet a mélyfurasi geofizikai inverzid is, ahol a kiilonb6z0 kézettizikai paramétereket
kozvetleniil a furolyuk-szelvényekbdl (a mélység fliggvényében mért in situ adatokbodl) nyerik
ki, ezzel hatékonyan csokkentik a koltséges laboratoriumi mérések szamat. A klaszterelemzés
megkozelités a jovoben a nem-hagyomanyos szénhidrogén- €s geotermikus tarozokra is
alkalmazhat6, ahol a klaszterelemzéssel végzett litoldgiai osztalyozas és a formacidhatarok

felismerése jelentdsen segithet az inverzids becslések pontossaganak és megbizhatdsdganak
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novelésében, igy az altalam kidolgozott modszernek szamos potencialis egyéb alkalmazasi
teriilet mellett a foldtudomanyi adatelemzéseket illetéen is fontos alkalmazasi lehetdsége

mutatkozik az altalam vizsgalt adatrendszereken tul is.

A k-kozépponti klaszterelemzési modszer az adattérbeli  objektumok (adatvektorok)
osztalyozasat ngy végzi, hogy az adatmegfigyeléseket hasonlosaguk alapjan eldre
meghatarozott szamu klaszterbe csoportositja [22]. A klaszterk6zéppontot a klaszterelemek
atlagértékeként szamitja ki, ami viszonylag zajérzékeny folyamat, és csak Gauss-eloszlasu
adatok esetén ad optimalis megoldast. Szamos kisérlet tortént a klaszterelemzés standard
algoritmusainak médositasara, hogy robusztusabb megoldast adjanak. A gyakorlatban ez akkor
lehet indokolt, ha a Gauss-statisztikara vonatkozo feltételezések nem teljesiilnek, vagy a mérési
adatsorok bizonyos szamu kiugré megfigyelést tartalmaznak. Példdul az evollcids szdmitast,
mint globalis optimalizalasi technikat alkalmazzdk a varianciaarany-kritériumnak nevezett
elszigeteltségének elérése érdekében [9]. A kiugro értékek eliminalasa fontos 1épésnek bizonyul
a klaszterelemzés el6tt vagy kozben. Egyesek erre a célra a maximum likelihood médszert
alkalmaztak [17], mig Filzmoser és tarsai adaptiv outlier detektalasi technikat mutattak be a
feltard geokémiai megfigyelésekhez [15]. Vizsgalataim soran én is a kiugro értékek
eliminalasanak iranyaba indultam el, timaszkodva a hisztogramalapt zajsziirési eljarasomban

tapasztaltakra.

A k-kozéppontu eljaras masik — azonban az outlierektdl sem fliggetlen — fent emlitett nagy
problémadjat, miszerint a klaszterelemzés eredménye nagymértékben fiigg a kezdeti centroidok
kivalasztasatol, a Steiner-féle MFV eljards bizonyos mértékig Onmagaban is kezeli
robusztussaga okan. Mélyfurasi geofizikai adatok klaszterelemzése soran a két modszert
vizsgélva azonban olyan megfigyelést tettem, hogy bizonyos esetekben — féként, de nem
kizarolag a kezdeti klaszterkdzéppontok zajos volta esetében — utdbbi is nem megfeleld
eredményt produkil. Ezen megfigyelés adta annak az alapjat, hogy a kozéppontok
megvalasztdsa sordn a sulyozott medidn eljarasnal alkalmazott szirési modszeremet

beillesszem a folyamatba.

A Steiner-féle leggyakoribb érték (MFV) eljaras klaszterezésre torténd alkalmazasanak
jellemzdje, hogy az adott centroidot a klaszterelemek MFV-jeként (leggyakoribb értékeként)
szamolja ki (a k-means eljarasban alkalmazott atlag helyett), és a klaszterelemek kozépponttol
valo teljes eltérését sulyozott euklideszi (Steiner) tavolsdggal hatarozza meg. Mindezt k szdmu

centroidra hajtjuk végre. Nem csupan a klaszterkdzpontok, hanem a klaszterek kozotti
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tavolsadgok is sulyozottak a kiugréd adatok kéros hatdsainak csokkentésére. A folyamat a
klaszterelemek teljesen automatikus silyozéasara timaszkodik, amely nem igényel megkdtést a

megfigyelt valtozok statisztikai eloszlasara vonatkozoan.
3.2 A Steiner-féle MFV eljarason alapuld klaszteranalizis

Az altalam foként a szénhidrogén kutatas céljara megalkotott robusztus klaszterezési eljarasban
a kovetkezOkben ismertetésre keriild alapeljarast fejlesztettem tovabb. A mddszert megalkoto
vizsgalatokat foldtudomanyi mélyfurasi adatokon kezdtem, igy ezek segitségével ismertetem a

kiindulopontot jelentd, klaszterezésre alkalmazott MFV eljarast.

Altalanos jellemzd a mélyfurasi geofizikai adatokat tekintve, hogy az aktualis (D) adatmatrix
dii eleme az I-edik fizikai valtoz6 értékét jelzi az i-edik mélységi koordinatanal (1=1,2,..., L, ahol
L a rogzitett mérési szelvények szdma). Ez a modszereket ismertetd mind szintetikus, mind
terepi mélyfurasi példakra igaz, azzal a kiegészitéssel, hogy a tobb flarasbol allo
alkalmazasokban az I index nem csak egy, hanem tobb furas mélységintervalluman is atfut
(i=1,2,...,.N). Az adatmatrix i-edik soraban a d® vektor az L-dimenziés adattérben egy
objektumot képvisel, amely tobbféle adattipust is tartalmazhat, példaul nuklearis, elektromos,
radioaktiv, akusztikus és egyéb tipusii adatokat. A d® és a d) adatobjektumok kozotti

hasonlosagot altalaban a Minkowski-tavolsaggal lehet mérni

S50 — [ZIL=1 |dl(i) _ dl(j)|p]1/p, o

ahol p=1 a Manhattan-tavolsagot (cityblock), p=2 pedig az cuklideszi tavolsagot jelenti. Ez
utdbbi norma csak akkor ad optimalis megoldast, ha az adatok Gauss-eloszlast kovetnek. Ha a
megfigyelések nem Gauss-eloszlastiak, a Manhattan-tdvolsag jobban teljesit, mivel kevésbé

érzékeny a kiugro értékekre.

A robusztusabb megoldas érdekében a klaszterezésre modositott MFV eljaras ehelyett az

adatobjektum és az adott klaszter kozéppontja kozotti sulyozott, Steiner-tavolsagot szdmol:

_ /
669 = [(Shor ¢) ™ b du(d — )], 28)

ahol a sulyozasi egyiitthatokat () a Steiner-modszernél ismertetett stlyfiiggvény szamitas
alapjan kell kiszdmitani. (Formalisan, ha a stlyozasi egyiitthatok egyenléek 1-gyel, és a
centroidot a klaszterelemek atlagaként szamoljuk, a fenti képlet az euklideszi tdvolsagon

alapuld K-means klaszterelemzési (CA, Cluster Analysis) modszerhez vezet).
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Az csoportositasi eljaras soran minden egyes iteracioban minden objektumot az 0 klasztert
alkoto legkozelebbi centroidhoz rendeliink. A tényleges konfiguraci6 iterativ modon javul a
centroidok pozicidinak Ujraszamitasaval. Ha ezek nem valtoznak jelentdsen, a klaszterezési

eljaras leall.
3.3 A modositott WMFV klaszterelemzési eljaras

Mind a fent ismertetett, klaszterezés céljara modositott MFV, mind az altalam tovabb
modositott MMFV (Modified MFV, MMFV) klaszterezési modszer klaszterkozéppontokat
szamol, majd az adatokat a klaszterk6zéppontok koré particionalja. Kiilonbség viszont az MFV
¢s MMFV modszerek, illetve értékek kozott egyrészt, hogy az MFV esetében a kiinduld
klaszterkozéppont matrix a cityblock metrikat felhasznald k-means eljaras altal adott matrix, az
MMFYV esetében pedig a fent bemutatott, hisztogram miiveletek altal az aktualis particiokbol
eléallitott halmazok medidnjai altal adott matrix. Masrészt, mig az MFV az adatok aktualis
centroidhoz vald particiondladsa soran a particié vektorok elemeit szorozza a modszer altal

kapott sulyokkal, ez a sulyozas az MMFV esetében nem torténik meg.

A WMFV (Weighted MFV) moddszer altal adott végleges klaszterkdzéppontok az MFV-
technika és a hisztogram-megkozelitéssel segitett MMFV-modszer eredményének stlyozott
atlagaként adodnak megoldasomban: MFV ill. MMFV modszerek altal adott klaszterk6zéppont

értékek wy és w, stlyok altal stlyozott atlagai lesznek [S7].

Az eljarasban az MMFV centroidszdmitas modszere is kismértékben modositasra keriilt a
klaszterezési feladatra torténd 4talakitds sordn a kordbban a szlirési moddszernél
ismertetettekhez képest. Az m,; paraméter értékének meghatarozasahoz elsdé 1épésben
adatsziikitési folyamat torténik. Ebben a folyamatban az ablakelemeket eldszor érték szerint
rendezziik, majd az értékkészlet alapjan hat egyenld szélességli tartoméanyra (binre) osztjuk. Itt
kiszamitjuk a A, ardnyt, mint az adatablak elemszdmanak és a legmagasabb értékii tartomany
nélkiili tartomanyok elemszam 0sszegének ardnyat. Ezutan kiszamitjuk a A, értéket, amelynek
értéke a legnagyobb és a masodik legnagyobb elemszamu tartomany elemszamanak ardnya
lesz. Ha 1,>1,: akkor a legmagasabb értékii (a legnagyobb értékekkel rendelkezd) tartomanyt,
ellenkezd esetben a legnagyobb elemszammal rendelkezd tartomanyt valasztjuk a kivalasztott
halmaznak (D). gy a nagyobb A értéket az élesebb vagas jeleként hasznaljuk. Végiil m,, ennek

a D halmaznak az 4tlaga lesz.

Az m,, értékét hasonloan szamitom ki, azonban a tényleges adatablakot nem 6, hanem 8 részre

osztva. A fentiekbdl lathatd tehat, hogy A; és A, ez esetben masképp szamitodik, mint a
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modszer pusztan zajszirésre hasznalt esetében (A3-hoz ill. 1,-hez hasonléan), ill. tapasztalati
alapon mas az osztasszam. Az ezt kovetd részsuly szamitasok a kordbbiakban ismertetett
modon torténnek, A5, 1, aranyszamok, illetve w stilyok eléallitdsa azonban modosul az alabbiak
szerint. Az aktualis adatablakban 1év0 elemek értéktartomanyat két és harom egyenld

tartomanyszélességli halmazra osztjuk, majd eldallitjuk a két aranyszamot:

- A3: a két tartomany koziil a nagyobb és a kisebb elemszamu tartoméany kozotti

elemszam-arany,

- A4 alegnagyobb és a masodik legnagyobb tartomany aranya a harombol (ismét az

elemszam tekintetében).

Ha A3>A,, akkor az 0j halmaz (E) a 2 tartomany koziil a nagyobb elemszamu, egyébként a 3

tartomany legnagyobb elemszamu tartomanya.

Ezutan 6sszehasonlitjuk a csonka D és E halmazok méretét. Ha a D mérete nagyobb, mint az E
mérete (a tobb részre vald felosztas ellenére), akkor ez azt jelzi, hogy az aktudlis adatablak
adatai nem jol strukturaltak a hisztogramalapu szétvalasztashoz, ezért a hisztogramalapu MFV
eredménynek némileg kisebb stlyt kell kapnia, mig forditott esetben ennek ellenkezéen. Annak
érdekében, hogy ezt a stlyozast el tudjam végezni, a w; sulyérték az eldbbi esetben 10, az
utobbi esetben pedig 1,25 értéket kapott. Ezen két érték tapasztalati alapon kertiilt beallitasra.
Mivel w, értéke jellemzben 1 kornyékén alakul, igy w; 10, illetve 1,25-6s értékével
biztosithatd, hogy a modositas nélkiili MFV érték kello sulyt kapjon az eredményben, amikor
szlikséges (amikor a fentiek szerint a hisztogramalapi valtozat 6nmagaban nem idedlis

eredményt adna).

Ezen a ponton mar ismerjiik az aktualis adatpont w stlyvektorat:
w=[w; w,]".  (29)

A w sulyvektorban (29. egyenlet) a w; és w, sulyoknak egyrészt az aktualis adatablak eredeti
MFV értékére, masrészt a javitott MFV értékre (MMFV) hatnak, w; az utdbbit, w, pedig az

eldbbit sulyozza az alabbiak szerint, eldallitva a klaszterkozéppontot is:

Ck=(W1 *MMFV+W2 *M FV)/(W1 +W2) (30)
Mind az MFV, mind a hisztogramalapt MFV modszer klaszterkdzéppontokat szamol tehat,
illetve az adatokat a klaszterkdzéppontok koré particionalja, majd pedig a ketté kozotti

sulyozast valositok meg az MFV és MMFV stlyozasaval eléallo WMFV (Weighted MFV)

eljarasban.
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3.4 A WMFV klaszterelemzés alkalmazasa

A bemutatott WMFV klaszterelemzés modszert eldszor egyetlen furas adataira alkalmaztam,
majd az eljarast kiterjeszttettem tobb furas adataira, hogy rekonstrualhato legyen a klaszterek
tobbdimenzids térbeli eloszldsa, amely feltdrja a vizsgalt képzOdmények litologiai és
petrofizikai jellemzdit. Els6ként egy szintetikus, majd egy nagy in situ adatrendszer keriilt
elemzésre, amelyet egy hazai szénhidrogén mez6 furdsaiban mértek (Szabd et al. 2023). A
klaszterelemzés célja a furassal harantolt Osszetett miocén koru szénhidrogén-tarold Osszlet
vizsgalata, a gaz- és viztaroldo zonak elkiilonitése. A terepi eredmények pontossagat mag
ateresztoképesség-mérések és fiiggetlen furdlyuk szelvényértelmezések igazoltdk, amelyek
mindezeken til egybeestek egy altalam megalkotott, a klaszterezési modszer(ek) zajsziird
képességét jellemz6 gradiens metrika altal adott eredményekkel [S7]. A fentiek szerint tehat az
elsddleges vizsgalatok mélyfurasi adatokon torténtek, sorrendben szintetikus, majd valos

(terepi) 1 dimenzios, ill. terepi 2 dimenzids adatok segitségével.

3.4.1 Szintetikus mélyfurasi adatrendszeren torténd vizsgalatok
A WMFV modszer hatékonysdganak tesztelésére elséként egy szintetikus modellezési

kisérletet végeztem. Ehhez egy fiktiv (pontosan ismert) petrofizikai modellt épitettem. A valos
geofizikai mérések szimulalasa érdekében ezen szintetikus (zajmentes) adatokhoz tetszéleges
mértéki zajt adhatunk tesztelve, hogy mennyire pontosan és megbizhatdéan rekonstrudlja a

WMFV modszer a klaszterek (ismert) mélységi eloszlasat.

Els6 1épésben a fent emlitett kiinduld rendszerként egy hatrétegli inhomogén modell alapjan
zajmentes adatrendszert szamitottam. Ez a kovetkezé szamitott adatértéket tartalmazta: a
kézetformacio stirtisége (o), a természetes gamma-sugarzas intenzitasa (GR), a fotoelektromos
abszorpcids index (Pe), a szonikus P-hullam terjedési ideje (At) és a latszolagos fajlagos
ellenallas (Rq). Az adat-modell kapcsolatokat leird szondavalaszfliiggvények és konstansai a
foldtudomanyban szokasos és ismert formaban keriiltek megalkotasra [S7], melyek az értekezés
szempontjabol nem hordoznak Iényegi informaciot, igy nem ismertetem (az [S7] publikacioban

azonban megtekinthetdek).

A fenti mélyfurasi geofizikai adatrendszerhez ezt kovetden 10 %-0s Gauss-eloszlasu zaj kertilt
hozzaadasra. Ezen kivil véletlenszerlien kivalasztasra keriilt az Osszes adat 1/20 része, és
torlésre keriilt (11. dbra 3-7. savjainak fehér csikjai), majd multilineéris regresszids imputacios
modszerrel potlasra keriilt a Szabo és munkatarsai altal megalkotott modszer szerint [51] (ezzel

tovabbi zajt is eredményezve egyben az adatmatrixon). Az egzakt, ismert petrofizikai modellt
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a 11. abra els6 két savja tartalmazza, mig a klaszterelemzés bemend adatait (10%-0s Gauss

eloszlasu zajjal szennyezett, nem teljes bemeneti adatsor) a 3-7 savok mutatjak.

Rel.mélység @ Vsh Vc Vq B P Py At R, GR Klaszterszam Klaszterszam Klaszterszam Klaszterszam
s — m— — | — —— —— — p——
(m) 0 VIV 1.0 v 1,150 giem3 325 1 bam/e 4|50 uﬂ 150 | 04 ohmm 40 |0 gAPl 130 1 Egzakt 41 K-means 41 K-MFV 4.1 WMFV 4
S9s viz
Agyag -Géztanalmﬁ homok

Gaz I viztartalmo homok [lllKarbonat

20.0

30.0

400

i
s
F

11. dbra. A szintetikus adatok klaszterelemzésének eredménye, 1-2. sdv: petrofizikai modell, a 3-7. savok: bemeneti

adatsor, a 8. sav: klaszterek pontos helye, a 9-11. sév: k-means, MFV, ill. WMFV eljarasokkal becsilt eredmények.

A klaszterelemzés eredményét a 8-11. sadvok tartalmazzak a 11. abran, amelyek mindegyike
esetében konyok-modszer altal és szakért6i tudas alapon is 4-es input klaszterszam volt a
feltételezett. A zajmentes adatok klaszterelemzése a 8. savon a négy klaszter fiiggdleges
eloszlasat (azaz a klaszterszdmok mélység szerinti valtozasat) adja, ami megegyezik a pontos
megoldassal, a kdzettipusok ugyanis a feldolgozott intervallum mentén a kis mélységtdl kezdve
a kovetkezdk: 5 m vastag agyag, 10 m vastag viztarto homokkd, 5 m vastag agyag, 8 m vastag
szénhidrogén-tarol6 homokkd, 10 m vastag mészko €s 6 m vastag agyag. A 11. dbra tovabbi
savjait tekintve, a 9-11. sorrendben a k-means, MFV, WMFV eredményeket jeleniti meg. Az

adatgytijtés helyeit a relativ mélységskala méterben mutatja.

A mészkoréteghez fekete szint tarsitottam, a meszes iiledékeket vildgosabb szin jelzi, mig a
szénhidrogén-telitett homokot sotétkékkel abrazoltam. A k-means eljaras mellett a normal
MFV (mas néven K-MFV a klaszterezésre valo alkalmazas okan), és modszerem, a mddositott
MFYV klaszterezd eljaras (WMFV) is lefuttatasra keriilt. Ezek eredményeit is 6sszehasonlitva
lathato, hogy a hagyomaényos k-means modszer kifejezetten érzékeny az adatzajokra, sok
esetben Osszekeveri a viztartalékot a szénhidrogéntartalékkal, a réteghatarok mélyebben
jelentkeznek, és az effektiv rétegvastagsagra vonatkozd becslése nem pontos. Ez utdbbi

szembetlind a masodik és negyedik rétegek esetében. Megfigyelhetd az is, hogy a médositott
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MFYV eljaras kimenete a legkevésbé zajjal terhelt, és ez hatdrozza meg legjobban a tarozo

zOnakat.

3.4.2 2D szintetikus mélyfurasi adatokon térténé vizsgalatok
A vizsgalatok folytatasaként a robusztus klaszterezési modszert tobbdimenzids alkalmazéasokra

terjesztettem ki, tobb, a foldfelszinen egy nyomvonal mentén furt kut 6sszes adatanak egytittes
feldolgozasaval. Ehhez egy 2D-s haromrétegli kdzetfizikai modell keriilt felépitésre, amely a
12. abran lathatd, ahol ® porozitast, Sw viztelitettséget, Vsh agyagtartalmat, Vq-homok
részaranyt jelol. Fentrdl kezdve a szekvencia egy agyag, egy szénhidrogén-tarold homok és egy
kisebb hézagtérfogati (az el6z6nél nagyobb agyagtartalmu) viztarol6 homokformaciot foglal
magaban. A fentiek eldallitasi képleteinek ismertetését a dolgozat az eldbbihez hasonléan nem

tartalmazza.

Profil tavolsag (1om)

0 10 20 30 40 50
Kut-1 Kut-2 Kut-3 Kut-4 Kut-5 Kut-6

10

15

Mélység (m)

20

25

0=15% S.=100% V=30% V.=55%

30

12. abra Modellezett, szintetikus adatrendszer felépitése

A fiigg6leges iranyl mintavételi tdvolsagot 0,1 m-re, a furdlyukak (kat-1-kut-6) kozotti 100 m-
es tavolsagot valasztva Osszesen 8970 adatpont allt elé a vizsgalatokhoz. Az 5 %-0s Gauss-
zajjal szennyezett mélyfurasi geofizikai adatrendszert a 12. abra 2D szelvények formajaban

szemlélteti.

3.4.3 Terepi adatok 2D klaszterelemzése
Modszeremet egy kelet-magyarorszagi gazmezon gytijtott terepi adatok segitségével is

vizsgaltam. Az adatrendszer egy 140 m hossziu, miocén agyagos (iszapos) homokos
szekvencidk mélységintervalluma mentén egyidejiileg 6t furasbol (kut-l-kat-V) mért

fardlyukszelvény készlet volt. A furasok vizszintes koordinétai egy vonal mentén a kovetkezdk
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voltak: 0 m, 1100 m, 1300 m, 2200 m, 2500 m. A bemeneti valtozok a természetes gamma-
sugarzas intenzitasa (GR), a sekély behatolasu szondaval mért fajlagos ellenallas (Rs), az
akusztikus terjedési id6 (At), a neutron-porozitas (¢@n) és kézetstriiség (op) voltak, melyek a 13.

abran lathatoak.

a) Horizontalis tavolsag (10m) b) Horizontalis tavolsag (20m)
0 50 100 150 200 250 GR (API) 0 50 100 150 200 250 Rs (ohmm)
Kot-l Kot-Il Kot-ll Kot-lV - KUt-v Kat-l KOt-Il KGt-11 Kot-IV - KotV
140
A A - A ‘ A A L 20
110
120 XX00 100
90
Xx25 fio0! XX25- 80
£ T 70
8 xx50 80 & xx50 [J— " ) 80
B8 S
T o , 50
= =
XX75- 60 XX75 40
30
XX00 40 XX00 20
-10
c) Horizontalis tavolsag (10m) d) Horizontalis tavolsag (10m)
0 50 100 150 200 250 At (usit) 0 50 W0, 120 20 250 LML
Kot-l Kot-Il Kot-li KotV KotV kutd KuelliKotNl Kat (v KotV a
R N T e L[
| 30
} 110 - > 4 28
XX00-
‘ - —105 5
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e) Horizontalis tévolsag (1om)
0 50 100 150 200 250 P (glem3)
Kot-l KOt-Il Kot-11 KOt-IV - KOtV
255
25
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24
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215
24
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13. dbra. A mért fardlyukszelvények interpolalt szelvényei, a) természetes gamma-sugdrzas intenzitasa (GR),

kisepert zéna fajlagos ellenadllds (Rs ), c) akusztikus terjedési id6 (A t), d) neutron-porozitas (¢n ), €) kézetstrlség (p).

A keresett lehetséges tarolokat az adatok elemzésével szakértdi tudast felhasznalva a 13.b abran
sotétkék szinnel jelolték foldtudomanyi szakemberek. Harom klasztert feltételeztek:
gaztarozokat (1. klaszter), vizzel telitett homokokat (2. klaszter) és agyagrétegeket (3. klaszter).

Az altalam kifejlesztett klaszterezési modszerek eredményeit a 14. dbra szemlélteti.
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14. dbra. A k-means (els6 sav), a MFV (harmadik sav) és a tovabbfejlesztett MFV (WMFV) mddszerek (masodik sav)
altal becsllt klaszterek egydimenzids abrazolasa, illetve a fliggetlen értékelésbdl szarmazd ateresztGképesség

(utolsd sav), amely jo korrelaciot mutat a klaszterelemzés eredményeivel.

Vizualisan vizsgalva a k-means, a tiszta MFV-alapt (MFV) és a javitott MFV-alapti (WMFV)
klaszterelemzés ez esetben csaknem azonos eredményeket ad. Lathatok a gaztarold zénak a
magas permeabilitas értékeknél (1. klaszter). A kék intervallumok (2. klaszter) a kozepes/magas
permeabilitast, sos vizzel telitett képzddményekhez tarsithatok, mig a zdld intervallumok (3.
klaszter) a vizateresztd képességgel nem rendelkezd agyagos képzddményeket mutatjak. Ettdl
lényegibb informéci6 azonban azon szakértéi megallapitds, hogy a litologiai hatés
csokkentésével jo korrelacio adodik az igy kapott klaszterezési eredmények és az abszolut
permeabilitds nagysaga kozott, igy ez a modszerek dsszehasonlitdsanak egy jo dsszehasonlito

mérészamaként adodik [S7].

Az azonositott klaszterek és a permeabilitas kozotti tdvolsagi korrelacios értékek pedig -0,62
(k-means), -0,63 (MFV), -0,64 (javitott MFV, vagyis WMFV) voltak, tehat ezen
Osszehasonlitasban eljarasom adta a legjobb eredményt. A 15. dbran a WMFW eljaras altal
kapott klaszterezési eredmények tekintheték meg, az ismertetett rétegek elhelyezkedését

megmutatd formaban.
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Vizszintes tavolsag (10m)
0 50 100 150 200 250 Klaszterszam

Kat-1 Kat-11 Kat-111 Kat-Iv - Kat-v 3

Agyag

-2 Viz

Mélység (m)

15.4bra. WMFW eredmények a kiildnb6z6 régetek elhataroldsanak céljaval
3.4.4 Validalas ismételt futtatasok alkalmazaséaval
A fentieken tul azt is vizsgéltam, hogy a klaszterezési modszerek 6sszehasonlitasi eredményei
milyen mértékben konzisztensek ugyanazon adatrendszerre torténd tobb futtatds, illetve
kiilonb6z6 mértékii zaj, és adathiany mértékek esetén. Ehhez a 11. abran mar ismertetett 1D
adatmodellhez nytltam vissza. Kiilonb6zé bemeneti adatkészleteket hoztam létre Gigy, hogy a
zajmentes adatokhoz 5%, 10%, 15% és 20% Gauss-closzlast zajt adtam, illetve ugyanazon

zajszint mellett 1/20 és 1/10 adatvesztést is figyelembe vettem.

A kimeneti klaszterindex vektorok valtozékonysaganak mérési metrikdjaként gradienst

hasznaltam a kovetkez6 formaban:

2
N Q)
z:’:=1(dz i

grad(v) = — (31)

ahol vi a v klaszterindex vektor (i=1,2,...,N) i-edik eleme. A klaszterindex vektorok gradiens
értékeit a 15. abran dbrazoltam, azok valtozékonysagat bemutatando. Az dbran az egyes értékek
rendre 10 szadmitdgépes futtatds eredményeinek atlagat jelentik. A WMFV modszer
variabilitasa kék szinnel, a k-means CA eljarasé pedig zold szinnel lathatd. Az eredmény azt
mutatja, hogy a WMFV eljarast kevésbé befolyasoljak az adatzajok, ami megerdsiti a 11. dbran
lathato eredményeket. Az eredmény feltételezhetden fiiggetlen az egzakt modell klaszterszam-
eloszlasatol, a gradiens értéke a klaszterelemzés eredményének bizonytalansagat fejezi ki (a 11.
abran a klaszterindex vektorok hibas vékony csikjainak stirlisége), amelyet a bemeneti adatok

kiilonboz6 pontossaga mellett kapunk.
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16. dbra. A klaszterezési modszerek ellenérzése a k-means és a WMFV eredményekbdl (ordinata tengely) szarmazé

gradiens értékével kiilonb6z6 Gauss eloszlasu zajszintek (abszcissza tengely) a bemeneti adatmatrix adathiany

kiilonb6z6 mértékei mellett.

3.4.5 Tovabbi vizsgalatok

Klaszterezési modszerem tovabbi két, fiiggetlen kiértékelt adatrendszeren is validaltam. A

vizsgalt magyar szénhidrogénmezén az WMFV megkozelitéssel kapott eredmények

kozvetleniil Osszehasonlithatok a szakértdk altal ismert magadatokkal, vagy a kutfurasok

kvantitativ értelmezésébdl nyert petrofizikai paraméterekkel [S7]. Ezeket egyetlen kutatofiras

egy 18 méteres szakaszan mért, ill. Gin. inverzidval meghatarozott paramétereket a 17. dbra 1-5

sdvjai mutatjak be.

Rel. mélység GRm Pu™ At'™ Hnm Ry Sw
(m) 30 API 130 20 glem® 26|85 st 110 | 0.10 viv 035 2 ohmm 200 | 0 viv 1
GRic) Py At fnie! R4 Sxo
30 AP 130 20  glem® 26|85 usit 110 | 0.10 viv 0352 ohmm 200 0 viv
S0s viz
Mozgasképes SzT
——

5.0

10.0

15.0

Nm. 5zT

1

®  Ven Ve Klaszterszam ‘
0 viv 11 2 3

Agyag
- Agyagos homok

- Gaztartalmi homok

17. dbra. A klaszterelemzés eredménye egy kitban az 1-5. savok a mért (m) és az inverziébdl szarmaztatott

szamitott adatok, a 6. sdv a viz és a szénhidrogén telitettségét, a 7. sdv a porozitds, az agyagtartalom és a homok

térfogatat, a 10. sdv a WMPFV eljarassal kapott klaszterezési eredményt mutatja.
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Hasonl6 egy kutas, am az el6bbitdl eltéréen termalvizes (kelet-magyarorszagi) kit esetében
tartalmazé adatrendszerre torténd futtatds esetét ismerteti a 18. dbra. A kdzetminta adatok
szakértoi értelmezése, illetve a klaszterezés kimenete altal egylittes kiértékeléssel azonositani
lehet a jo vezetOképességli zonakat (1. klaszter), és el lehet kiiloniteni Oket az alacsony
ateresztOképességli (2. klaszter) és a vizzaro rétegektdl (3. klaszter), igy ilyen jellegli adatok

esetében is hasznalhatonak mutatkozott a modszer.

Rel. mélység GR SP GG NN Rg Vsh(FA) Kh(FA Klaszterszam
]
(m) 100 cpm 700 | 40 mv -10 |9 kepm 12 | 45 kepm 6.0 |1 ohmm 100 | O % 60 | 1e-08 m/s 0.001 | 1 2 3
Vgh (Core) Kh (Core) Agyag
] o mm Agyagos homok
0 % _ 60  1e-08 m/s 0.001 W Homok

300.0

350.0

18. abra. A klaszteranalizis eredménye egy magyarorszagi vizkutban, az 1-5. savok a megfigyelt értékeket mutatjak, a 6. sav
tartalmazza a faktorelemzéssel és magmérésekkel becsiilt palatérfogatot, a 7. sav a faktoranalizissel és magmérésekkel

el6re jelzett vezetGképességet, a 8. sava WMFV klaszterezés eredményét mutatja.

3.4.6 Tézis
4. Tézis: Kifejlesztettem egy leggyakoribb érték (MFV) - alapt klaszterelemzési modszert, ahol

a kezdeti centroidokat hisztogram-alapt sziiréssel hataroztam meg. A modszert mélyfurasi
geofizikai adatokra alkalmaztam és meghataroztam a klaszterek mélységi valtozasat. A
kidolgozott sulyozasi eljarassal hatékonyan megtisztitottam az eredményt a kieso értékektol.
Ezen felil bemutattam, hogy a moddszer eltérd zajszennyezettség és adathidny mértékek
esetében is robusztus, megfeleld mindségi jellemzdkkel bird csoportositasi alternativat jelent.
Az eljarast tobb furas adatrendszereinek egyiittes feldolgozasara is alkalmassa tettem. A
robusztus eljaras javitja a klaszterelemzés zajérzékenységét, biztositja a kdzetrétegek megfeleld
felbontasat, segiti a nyersanyagok azonositasanak hatékonysagat és a mérési adatok foldtani-

geofizikai értelmezését.

Kapcsolodo sajat publikacio: [S7]



3.4.7 AWMFYV eljaras alkalmazasa, validaciodja hidroldgiai adatokon, Hurst exponensen
alapulé mérészam bevezetése

A kordbbiakban ismertetett mélyfurasi adatokon tal egy ezektdl eltérd szerkezetii
adatrendszeren is validaltam klaszterezési modszerem [S8]. A Nilus folyod vizszint ingadozasai
képezték a vizsgalataim targyat. Ez az ember altal valaha mért leghosszabb idésor. Az
Osszehasonlitasok eszkozkészletét tagitando a validaciokban a korabbiakon tal egy 1j, a Hurst-

indexen alapuldé mérészamot is bevezettem mindezekhez.

A validéacio céljaul szolgald adatrendszer a Nilus folyd vizszintjérdl i.sz. 622—1922 kozott
gyljtott éves rekordok formdjaban allt rendelkezésre, amely egyediilallo nagyméretli
adathalmazt jelentett a mddszerek tovabbi Gsszehasonlitasdhoz. Az adatsor értékeit az éves

vizszintek maximum és minimum értékei [59] adtak.

A klaszterezési eljarasok eredményeinek vizsgalatara hasznalt hdrom mérészdm koziil az els6
metrika a klaszterezési eljarasokban bevett sziluett modszer volt [39]. Masodik mérészamként
gradiens értéket hasznaltam (amely gyakorlatilag a klaszterindex vektoranak valtozékonysagat
méri). Ezt a sulyozott median modszernél, illetve a klaszterezés elobb ismertetett példaiban
alkalmazottak szerint szamitottam, azzal a kiilonbséggel, hogy ez esetben nem a gradiens,
hanem az (1-gradiens) értéket hasznaltam fel. Harmadik mér6szamként a Hurst-exponenst
alkalmaztam [27]. Ennek szamitasanak elsé 1épése a kumulalt adatok atlag koriili
ingadozasainak terjedelmének meghatarozasa (amit R-rel jeloliink), majd ennek standardizalasa

az adatok S szorasaval elosztva. Ennek szokasos jelolése RS, ami tehat az R/S hanyados.

A Hurst-exponens definici6 szerint ezekbdl az alabbi modon szamithatjuk:

__log(RS)
~ log(N)’

(32)

ahol N a sorozat hossza. A H értéke tehat a log-log plot meredekségét mutatja, értéke [0, 1]
intervallumon valtozhat. Az exponens alkalmazasara lathatunk egy példat Sziics és szerzdtarsai

cikkében [55].

A mérdszamnak azon tulajdonsdgat hasznaltam fel, miszerint amennyiben a Hurst-exponens
nagyobb értékii egy adott adatvektoron egy ugyanolyan méretli masik vektorhoz képest, az
esetben a vektorban nagyobb mértékben talalhatok (legalabb idészakos) trendek (nem pedig
egy adott érték koril oszcillal). Azaz, a Hurst-exponens nagyobb értékével az adott
klaszterindex vektor trendnélkiili oszcillalasanak kisebb mértékét mutattam ki. Ezzel egyiitt, az

értéket nem onmagéaban hasznaltam fel, hanem az adott klaszterindex vektorara kapott Hurst-
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exponens

érték/az  eredeti

hanyadosaként.

adatsor

vektorok Hurst-exponens

értékeinek maximuma

A bemutatott, Hurst-exponenst tartalmazo mérészam adta eredmények, illetve a mérészamok

josaganak vizsgalatara elészor mélyfurasi geofizikai adatokat tartalmazo szintetikus adatsort

hasznaltam, kiilonb6z0 zajszintek mellett.

Klaszt. modsz. 1 Klaszt. modsz. 2 Klaszt. modsz. 3
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19. dbra Klaszterezés eredmények mérdszamok 6sszhehasonlité vizsgalatahoz

150
Természetes gamma szelvény

A 19. 4bran lathat6, hogy a masodik ¢s harmadik (a példaban egyméshoz képest egyforma

eredményt produkélo) klaszterezés produkalta a legjobb eredményt az adatsoron (a 20-25

méteres szakaszon taldlhaté szénhidrogén-tarold réteg a példaban). Ez egybeesik azzal, hogy a

szamszerli eredményeket mutatd — a mindsité szamadatok validacidjara szolgald — 20.

tablazatban mindharom mérészam (els6 sor: sziluett atlag, masodik sor: sziluett atlag*(1-

gradiens), harmadik sor: Hurst-exponens) erre a két csoportositasra volt a legnagyobb értéki.

20. tablazat Klaszterezési modszerek 0sszehasonlitdé szamadatai

Modszer 1 Moédszer 2 Moédszer 3
sziluett atlag 0,59 0,72 0,72
sziluett atlag*(1-gradiens) 0,48 0,62 0,62
Hurst-exponens 0,52 1 1
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A szintetikus adatrendszeren torténd vizsgalatot kovetéen a k-means, MFV és WMFV
klaszterezést a nilusi adatrendszeren is futtattam. A klaszterezések bemend valtozoi az
évenkénti minimum, maximum, illetve maximum-minimum kiilénbségi vizmélység adatok

voltak. A csoportositasi modszerek a 20. abran lathato eredményt adtak.

k-means

622 722 822 922 1022 1122 1222 1322 1422 1522 1622 1722 1822

I

622 722 822 922 1022 1122 1222 1322 1422 1522 1622 1722 1822
WMFV

622 722 822 922 1022 1122 1222 1322 1422 1522 1622 1722 1822

Adat
40 T T T T T T T T T T T T
20 k = wo ) minimum [m] |
,~..--/v./4l~~-» R i e o e LA A A el i " kozépér!ék [m] ||

0
622 722 822 922 1022 1122 1222 1322 1422 1522 1622 1722 1822

20. abra. Klaszterezési eljarasok eredménye a Nilus-vizszintmérések adatrendszerén

Az eredményekbdl latszik, hogy a korai évek csoportjainal egy természetes ingadozas
figyelhetd meg, az 1600-as években megjelenik egy 1j klaszter, amely egybeesik az adatsor

manualis értelmezései soran tapasztaltakéval [37], [34].

A csoportositasi eljarasok dsszehasonlitasanak mérdszamait a 21. tdblazat tartalmazza. Ezek a
szintetikus adatrendszerben alkalmazottal megegyezdek voltak: elsd sor: sziluett dtlag, masodik

sor: sziluett atlag*(1-gradiens), harmadik sor: Hurst-exponens.

21. Téblazat Klaszterelemzés eredményeinek szamszer(i 6sszehasonlitasa

k-means MFV WMFV
sziluett atlag 0,5082 0,4109 0,51358
sziluett atlag*(1-gradiens) 0,32662 0,25649 0,33008
Hurst-exponens 0,87791 0,7792 0,88664
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A 21. tablazatbol kiolvashatd, hogy a WMFV klaszterezési eljarast mutattak a mérészamok a

legjobbnak (mindhdrom mérdszam esetében a harmadik oszlop értéke volt a legnagyobb).

3.4.8 A Hurst exponensen alapuldé mérészam tovabbi 6sszehasonlité vizsgalata
A fenti eseten tul tovabbi futtatasok esetében is vizsgaltam a mérészamokat egyazon (kiinduld)

szintetikus adatrendszeren, az el6bbihez hasonldan véletlenszerli zajjal, ezen futtatasok példa

eredményeit a 21-23. abrak tartalmazzak.

Klaszt. modsz. 1  Klaszt. mddsz. 2 Klaszt. modsz. 3

SEE
=EE

0.68528 0.68028 0.68514

0.8465 1 0.84759

21. abra. Klaszterelemzést jellemz6 mér&szam vizsgalata (elsé példa)
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Klaszt. médsz. 1 Klaszt. médsz. 2 Klaszt. médsz. 3

-
=

0.71991 0.71618 0.71959

an

0.96114 1 0.91042

22. abra. Klaszterelemzést jellemz6 mérészam vizsgalata (masodik példa)

Klaszt. modsz. 1 Klaszt. modsz. 2 Klaszt. modsz. 3

:

0.72405 0.70563 0.71043

(.

0.88294 1 0.95368

23. abra. Klaszterelemzést jellemzd mér6szam vizsgalata (harmadik példa)

A 21, 22., 23. é4brdk mindegyike esetében az adott klaszterezési eredmény vizualis
reprezentacioja alatt fentebb a sziluett érték (sziluett atlag), lentebb a Hurst-exponens adta

mérdszam értéke lathatd. A példak mindegyike esetében az olvashato le az eredményekbdl,
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hogy ezekben az esetekben az utdébbi mutatta meg helyesen, hogy melyik volt a legjobb
klaszterezési kimenet. Megjegyzendd tulajdonsag itt az, hogy a Hurst-exponens értékét minden

esetben a legnagyobb értékhez skalaztam.

3.4.9 Tézis
5. Tézis: A Hurst-exponenst aranyszdmként alkalmaztam a klaszterelemzés josdganak

jellemzésére. Az exponens értékét mind a klaszterindexek vektorara, mind pedig az eredeti
adatsorra kiszamitva, az igy kapott arany — az atlagos sziluett érték és mas josagi jellemzokhoz
hasonléan — felhasznalhatdé mérdszamként az eredmények mindségének jellemzésére. A
validalashoz  hasznalt adatrendszerekre a  Hurst-exponensen alapulé  mérészam
Osszehasonlithatd eredményt produkélt és nem maradt el a sziluett atlagtdl, mint josagi
jellemz6t6l. A fenti megallapitasokat in situ hidrologiai adatsoron és furolyuk-geofizikai

szelvények felhasznalasaval is alatamasztottam.
Kapcsolddo sajat publikacio: [S§]
3.5 A WMPFV klaszterelemzési eljaras stlyparaméterének adaptivva tétele

A nilusi adatrendszeren végzett vizsgélatok soran megalkottam a WMFV klaszterezési eljaras
az idaig konstans W=[w; w,]" sulyainak dinamikus véaltozatat az aldbbi forméaban. Az eddigi
két komponens (m,; és m,,) helyett itt négyet alkalmaztam: m,;, m,,, MFV, ill. a k-means
eljaras adta klaszterkdzéppont. A négy valtozé koziil mindet rendre az adatablak matrixdba
téve, a legkisebb ¢és masodik legkisebb Mahalanobis-tavolsaghi valtozd értékeként
meghataroztam P1,,és P1,, értékeket. Ezekbdl P1 értékét sulyozott atlaggal képeztem, ahol
az els6 (P1,;) komponens wy,; sulyit a komponenst az ablak adatmatrixdba helyezve a

helyettesités el6tti adatablakkal valo

atlag(1/Mahalanobis-tavolsag) * robusztus_kovariancia (32)

érték adta. P1,, stlya esetében hasonloképp jartam el. (A robusztus kovarianciat a [38]

publikacid szerint hasznaltam.)

Ezt kovetden P2 értékét hatdroztam meg, itt mind a négy kiinduld valtozot az adatablak

kozepére téve, a maximalis robusztus kovariancia értekll valtozo értekét véve.

Végiil az adatablak kdzéppontjanak végleges értékeként P1 és P2 sulyozott atlagat szamitottam
ki w=[w; w,]" stlyaikkal, ahol w,értéke: 1/(P1 Mahalanobis-tavolsaga [P1,, P1,,] vektortol),
w,, értéke hasonloképp, 1/(P2 Mahalanobis-tavolsaga [P1,,P1,,,] vektortol). A fent ismertetett,
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az adatsoron végzett vizsgalatok Osszehasonlitd eredményei mar a WMFV modszer ezen

valtozataval szamitottak.
Az elobbiecken tul egy tovabbi adatrendszeren, Debrecen kornyéki, nagy foldtani és
hidrogeoldgiai valtozékonysagot mutato mélyfurasi geofizikai adatokon is vizsgaltam

modszerem [S9].

24. abra TG-RS klaszterelemzési eredmények megjelenitése egy Debrecen kornyéki furds adatrendszere esetén

A 24, 4bran lathatd vizualis reprezentacioban megfigyelhetd a példaként bemutatott természetes
gamma-sugarzasi adatok (TG) ill. sekély-fajlagos ellenallds (RS) esetében, hogy a WMFV
modszer sokkal jobban szeparalta a 3 klaszter adatait, mint a hagyomanyos MFV eljaras. A k-
means klaszterezés ez esetben vizualisan hasonld eredményt produkalt. Mindez mind 3, mind
4-es klaszterszam esetén fennallt, azonban mivel 4 klaszter esetében az atlagos sziluett érték
mindhdrom modszer esetében ~0,29-nek adodott, mig ~0,42 volt 3 klaszter esetében, az utobbi

tekinthetd az idealis klaszterszamnak az adatrendszeren, igy ezt vettem alapul.

Megjegyzendd a fentieken til, hogy ezen az adatrendszeren modszerem, a k-means, és a tiszta
MEFV klaszterezés mellett a SOM (Self Organizing Map) eljaras [31] is futtatasra keriilt. Utobbi

tanitasa elséként 900 neuronnal, 30x30-as térképmérettel, majd 4 neuronnal, 2x2-es
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térképmérettel tortént meg, a moddszerrel és a bemenetként hasznalt adatok teriiletével

foglalkozo foldtudomanyi szakértok altal [S9].

A modszerek altal kapott eredményekben mind a k-means, mind a SOM eredmények
alulreprezentaltdk a homok aranyat a szakértéi jellemzések szerint, ellentétben az MFV, ¢és

WMFV eljarasokkal.
3.6 Az eredmények 0sszegzése

A fentiek 0Osszegzéseként kijelenthetd, hogy a hisztogramalapi sulyozott median eljaras
klaszterezésre megalkotott, ismertetett valtozata a vizsgalt egyéb modszerekkel 6sszehasonlitva
is jo eredményt produkalt heterogén foltudoméanyi adatokon. Ezt nem csupan bevett
metrikdkkal igazoltam, hanem egy altalam megalkotott mérdszam segitségével is, amelyet
kiilon is Osszehasonlitd validacionak vetettem ald, azt igazolandd, hogy az a vizsgalt
metrikdkkal hasonléan eredményesen alkalmazhato. Az elébbieken til a klaszterezési eljaras

egy tovabbfejlesztett, adaptiv sulyozasos valtozatat is bemutattam.

3.6.1 Tézis
6. Tézis: A robusztus klaszterelemzési eljaras (WMFV) tovabbfejlesztése soran az alabbi

eredményeket értem el:

Megallapitottam, hogy az eljarasban szerepld f6 sulyok adaptiv moédon meghatarozhatok.
Megallapitottam, hogy a stlyozott median eljaras és az MFV mddszer kombinaciojan alapuld
eljaras mind adaptiv stilyos véltozataban mind eredeti forméjadban a hagyomanyos MFV, illetve
K-means eljarasokkal 6sszemérhetd eredményt nyujt. Ezt igazoltam heterogén foldtudomanyi
adatrendszereken tobbféle metrika (sziluett modszer, gradiens, korrelacio), ill. furdlyuk-
geofizikai szelvények fiiggetlen értelmezési eredményeinek felhasznaldsaval. A modszert

Kiterjesztettem furolyukgeofizikai adatok egyiittes (tobb furasra kiterjedd) értékelésére.

Kapcsolodo sajat publikéciok: [S7, S8, S9]
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Uj tudomanyos eredmények

1. Tézis:

Kidolgoztam egy kizarolag hanginformaciokat felhasznald, szabalyalapu osztalyozasi
modszert, amely képes a fejmozgas mértékét kellé6 pontossaggal becsiilni. A moddszer a
betanitdsban nem szerepld alanyok mozgdsanak tartoméanyat is képes becsiilni.
Bebizonyitottam, hogy képezheték olyan hanginformacios paraméterek, amelyek mind a
mozgasmérték osztalyozasat, mind pedig a hang és a fejmozgas kozotti korrelaciot tekintve
jobb eredményt adnak, mint a hagyomanyosan alkalmazott hanginformaciés jellemzok.
Igazoltam, hogy az altalam megalkotott osztalyozasi eljards jelen struktirajaban megfeleld
megoldast ad. A modszer az altalam vizsgalt esetekben jobb megoldast ad, mint a
dimenzi6csokkentéssel timogatott valtozat, illetve a gyakorlatban hagyomanyosan alkalmazott

eljarasok.

Kapcsoldodo sajat publikaciok: [S1, S2, S3]

2. Tézis:

Megalkottam a mozgasmérték osztalyozasi eljaras hatékonysaganak novelése céljabol egy a
kiesd értékeket hatékonyan kiszlirni képes, Mahalanobis és euklideszi tdvolsag egylittes

hasznalataval operal6 outlier-detektalasi eljarast.

Kapcsolodo sajat publikacio: [S3]

3. Tézis:

Kifejlesztettem egy Uj, hisztogramalapu zajsziirési eljarast, amely a leggyakoribb érték
modszerét (Most Frequent Value-t, roviden MFV-t) felhasznélja topografiai adatok sziirésére.
A fenti modszer részben az adatok dinamikus mértéki, hisztogramalapt elszlirésével, MFV-
t, illetve tovabbi sulyozasokat felhasznalva a nativ MFV-vel és a hagyomanyos
medidnsziiréssel 0sszemérhetd eredményt produkal. Az eljaras heterogén adatrendszereken
szignifikdnsan jobb zajcsokkenést produkal a hagyomanyos medidnsziiréshez képest.
Megallapitottam, hogy a hisztogramalapu sziirési eljarasban kiszamitott részeredmények
abszolut kiilonbsége nagy megbizhatosaggal képes elére jelezni, hogy a hisztogramalapu

elésziirés jo eredménnyel alkalmazhatd-e az adott adatablakban vagy ellenkezdleg. Ezen

71



megallapitdst az Li-norma alapjan szamitott hiba ¢és a részeredmények kiilonbségének
szamértéke kozotti 0,99 értékll korrelacios egyiitthatod tdmasztja ald. A megfigyelést a sziirési
eljaras eredményének sulyozasa soran felhasznaltam moddszerem hatékonysaganak ¢és
robusztussaganak novelésére, az adott ablakbeli MFV ¢és hisztogramalapu sziirési eredmény

értéke kozotti sulyozas formajaban.

Kapcsolodo sajat publikacio: [S4]

4. Tézis:

Kifejlesztettem egy leggyakoribb érték (MFV) - alapt klaszterelemzési modszert, ahol a
kezdeti centroidokat hisztogram-alapu sziiréssel hataroztam meg. A modszert mélyfurasi
geofizikai adatokra alkalmaztam és meghataroztam a klaszterek mélységi valtozasat. A
kidolgozott stilyozasi eljarassal hatékonyan megtisztitottam az eredményt a kiesd értékektol.
Ezen felil bemutattam, hogy a modszer eltérd zajszennyezettség és adathiany mértékek
esetében is robusztus, megfelelé mindségi jellemzokkel bird csoportositasi alternativat jelent.
Az eljarast tobb faras adatrendszereinek egyiittes feldolgozasara is alkalmassa tettem. A
robusztus eljaras javitja a klaszterelemzés zajérzékenységét, biztositja a kdzetrétegek megfeleld
felbontasat, segiti a nyersanyagok azonositasanak hatékonysagat és a mérési adatok foldtani-

geofizikai értelmezését.

Kapcsolodo sajat publikacio: [S7]

5. Tézis:

A Hurst-exponenst aranyszamként alkalmaztam a klaszterelemzés josdganak jellemzésére. Az
exponens értékét mind a klaszterindexek vektorara, mind pedig az eredeti adatsorra kiszamitva,
az igy kapott arany — az atlagos sziluett érték és mas josagi jellemzOkhoz hasonldéan —
felhasznalhatdé mérdszamként az eredmények mindségének jellemzésére. A validalashoz
hasznalt adatrendszerekre a Hurst-exponensen alapuld mérészam Osszehasonlithatd eredményt
produkalt és nem maradt el a sziluett atlagtol, mint josagi jellemz6tol. A fenti megallapitasokat
in situ hidrologiai adatsoron ¢és furdlyuk-geofizikai szelvények felhasznalasaval is

alatdmasztottam.

Kapcsolodo sajat publikacio: [S8]
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6. Tézis:

A robusztus klaszterelemzési eljaras (WMFV) tovabbfejlesztése soran az alabbi eredményeket

értem el:

Megallapitottam, hogy az eljarasban szerepld {6 sulyok adaptiv médon meghatarozhatok.
Megallapitottam, hogy a stilyozott median eljaras és az MFV moddszer kombinaciojan alapuld
eljaras mind adaptiv stlyos véltozatadban mind eredeti formdjaban a hagyoméanyos MFV, illetve
k-means eljarasokkal dsszemérheté eredményt nytjt. Ezt igazoltam heterogén foldtudomanyi
adatrendszereken tobbféle metrika (sziluett modszer, gradiens, korrelacio), ill. fardlyuk-
geofizikai szelvények fliggetlen értelmezési eredményeinek felhasznalasaval. A modszert

Kiterjesztettem farélyukgeofizikai adatok egyiittes (tobb furasra kiterjedd) értékelésére.

Kapcsoldodo sajat publikaciok: [S7, S8, S9]
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New scientific results

Thesis 1: | have developed a rule-based classification method utilizing exclusively acoustic
information, capable of estimating head movement metrics with sufficient accuracy. The
method is also capable of estimating the movement range of subjects not included in the training
set. | have demonstrated that acoustic parameters can be derived which yield better results—
both in terms of motion scale classification and the correlation between audio and head
movement—than traditionally applied acoustic features. | have verified that the proposed
classification procedure provides an appropriate solution in its current structure. In the cases
examined, the method outperforms both the version supported by dimensionality reduction and

the procedures conventionally used in practice.

Related publications: [S1, S2, S3]

Thesis 2: | have created an outlier detection procedure operating with the combined use of
Mahalanobis and Euclidean distances, specifically designed to increase the efficiency of the

motion scale classification process.

Related publication: [S3]

Thesis 3:1 have developed a new histogram-based noise filtering procedure that utilizes the
Most Frequent Value (MFV) method for filtering topographical data. By employing dynamic
histogram-based pre-filtering, MFV, and additional weighting, the method produces results
comparable to native MFV and traditional median filtering. On heterogeneous datasets, the
procedure yields significantly better noise reduction compared to traditional median filtering. |
have established that the absolute difference between sub-results calculated in the histogram-
based filtering can predict with high reliability whether the pre-filtering will be effective in a
given data window. This finding is supported by a correlation coefficient of 0.99 between the
numerical value of the difference in sub-results and the error calculated based on the Li-norm.
I utilized this observation to increase the efficiency and robustness of the method by weighting
the filtering result between the MFV of the given window and the histogram-based filtering

result.

Related publication: [S4]
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Thesis 4: | have developed an MFV-based cluster analysis method, where initial centroids are
determined via histogram-based filtering. | applied the method to borehole geophysical data
and determined the depth-wise variation of clusters. Using the developed weighting procedure,
| effectively cleared the results of outliers. Furthermore, | have demonstrated that the method
Is robust even under varying levels of noise and data gaps, providing a clustering alternative
with appropriate quality characteristics. | have extended the procedure to enable the joint
processing of datasets from multiple boreholes. This robust procedure improves the noise
sensitivity of cluster analysis, ensures proper resolution of rock layers, and enhances the
efficiency of raw material identification and the geological-geophysical interpretation of

measurement data.

Related publication: [S7]

Thesis 5: | have applied the Hurst exponent as a ratio to characterize the quality of cluster
analysis. By calculating the exponent for both the vector of cluster indices and the original
dataset, the resulting ratio—similarly to the average silhouette value and other goodness-of-fit
metrics—can be used as a measure to characterize the quality of the results. For the datasets
used for validation, the Hurst exponent-based metric produced comparable results and did not
underperform relative to the average silhouette value. | have supported these findings using

both in situ hydrological datasets and well logs.

Related publication: [S8]

Thesis 6: During the further development of the robust cluster analysis procedure (WMFV), |

achieved the following results:

| established that the primary weights in the procedure can be determined in an adaptive manner.
| found that the method based on the combination of the weighted median procedure and the
MFV method—both in its adaptive-weight version and its original form—provides results
comparable to traditional MFV and k-means procedures. | have verified this on heterogeneous
geoscientific datasets using various metrics (silhouette method, gradient, correlation) and
independent interpretation results of well logs. | extended the method to the joint evaluation of

multi-borehole geophysical data.

Related publications: [S7,58,59]
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Osszefoglalas

A disszertacioban az adat- és jelfeldolgozas témakorében végzett modszerfejlesztési kutatdsaim
soran elért eredményeket mutattam be. Elséként egy virtudlis iligynokok mozgasanak
természetességének novelésére hivatott, fejmozgas mértékek pusztan hanginformaciok alapjan
torténd becslésén alapulo osztalyozasi és mozgasmérték skalazasi modszert ismertettem, amely
akar annak megallapitasaban is segitség lehet, hogy egy adott vided valds, vagy generalt
besz¢ldt tartalmaz. Az osztalyozasi modszer megalkotasa soran tobbek kozott megéllapitasokat
tettem derivalt hangjellemzok és mozgasmérték kozotti erds korrelacios kapesolatokra is, amely
az eljaras egyik tovabbfejlesztési iranya lehet az egyéb ismertetett lehetdségeken tul. Egy az
osztalyozasi eljaras eredményeinek javitasa céljaval Kifejlesztett egyedi outlier-detektalasi

eljarast is ismertettem a disszertacio ezen fejezetében.

Az értekezés masodik pontjaban az adatok stilyozott hisztogramsziiréssel valo eléfeldolgozéasan
¢és tovabbi sulyozasokon alapuld — féként digitalis domborzati adatok kezelésére iranyulo —
zajszirési eljarast mutattam be, amely az eredmények alapjan jobb eredményt produkal a
vizsgalt esetekben a hagyomanyos mediansziirésnél, de felveszi a versenyt a szamos

tudomanyteriileten sikeresen alkalmazott leggyakoribb érték (MFV) robosztus modszerével is.

A disszertacié harmadik pontjaban az ismertetett zajsziirési eljaras alapotletét és tapasztalatait
felhasznalva megalkotott klaszterezési modszertant mutattam be, amely heterogén
foldtudoményi adatokon (példaul terepi egy- ill. kétdimenzios mélyfurasi adatok, vizmélység
adatok) vizsgalva is bizonyitotta hatékonysagat. Ezen feliil a klaszterezési eljarasok kvantitativ
mindsitésére vizsgalataim szerint sikeresen alkalmazhat6 altalanos mérdszamot is ismertettem

munkamban.
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Summary

In my dissertation, | presented the results of my methodological development research in the

field of data and signal processing.

First, a classification and motion-scaling framework is introduced to enhance the perceived
naturalness of virtual agents, based on the estimation of head kinematic parameters solely from
acoustic input. Beyond animation, this procedure can also assist in determining whether a

specific video features a real or a generated speaker.

My analysis established strong correlations between derivative acoustic features and kinematic
parameters, offering a promising trajectory for future research. Furthermore, | developed a

specialized outlier detection procedure to optimize classification accuracy.

The second part of the thesis introduced a noise filtering procedure—primarily aimed at
handling digital terrain data—based on pre-processing data via weighted histogram filtering
and additional weighting techniques. Based on the results, this method outperforms traditional
median filtering in the cases examined and comparable to the Most Frequent Value (MFV)

robust method, which is successfully applied across numerous scientific disciplines.

In the third section, utilizing the core concepts and experiences of the aforementioned noise
filtering procedure, | presented a clustering methodology. This approach proved its efficiency
when tested on heterogeneous geoscientific data, such as in situ 1D and 2D well logging
datasets and long term water level measurements. Furthermore, | introduced a general metric
that, according to my research, can be successfully applied to the quantitative qualification of

clustering procedures.
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Fliggelék
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